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RESUMEN.

El campo de la mineria de texto se ha convertido en una herramienta poderosa a la hora
de analizar grandes volumenes de datos no estructurados en formato de texto. Este trabajo de fin
de master tiene como objetivo proporcionar una revision teorica sobre el campo de la mineria
de texto y sus aplicaciones acompariada de ejemplos practicos. Para ello, se realizara un andlisis
de las técnicas y metodologias utilizadas en la mineria de texto, explicando la importancia del
preprocesamiento y la seleccion de caracteristicas en el analisis de texto.

Posteriormente, se revisaran las diversas aplicaciones de la mineria de texto en
diferentes campos, como la clasificacion de documentos, la elaboracion de resumenes y el
analisis de sentimientos. Se destacardn los beneficios y desafios de la aplicacion de la mineria
de texto en cada uno de estos contextos, y se mencionaran los resultados y avances mas relevantes
en la literatura cientifica. Estas aplicaciones teoricas iran acompariadas de un ejemplo practico
para su mejor comprension. El objetivo final de este TFM es contribuir al conocimiento en el
area y proporcionar una base solida para futuras investigaciones y aplicaciones de la mineria
de texto.

ABSTRACT.

Text mining field has become a powerful tool for analyzing large volumes of unstructured
data in text format. This master's thesis aims to provide a theoretical review of the field of text
mining and its applications accompanied by practical examples. For this purpose, an analysis of
the techniques and methodologies used in text mining will be carried out, explaining the
importance of preprocessing and feature selection in text analysis.

Subsequently, several applications of text mining in different fields, such as document
classification, summarization and sentiment analysis, will be reviewed. The benefits and
challenges of applying text mining in each of these contexts will be highlighted, and the most
relevant results and advances in the scientific literature will be mentioned. All these theoretical
applications will be followed by a practical example for better appreciation. The goal of this TFM
is to contribute to the knowledge in the area and provide a solid framework for future research
and applications of text mining.
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1. INTRODUCCION.

Con el auge de la informacion digital, cada dia se generan mas datos y documentos en formato
de texto, aumentando la necesidad de aplicar técnicas computacionales para analizarlos y obtener
nueva informacion relevante para su estudio. En la actualidad, la cantidad de informacion
disponible online ha experimentado un crecimiento exponencial. La informacion no estructurada
como los correos electronicos, los articulos en las noticias, los blogs o las publicaciones en las
redes sociales presentan una buena oportunidad para las empresas de obtener informacion valiosa
para asi, poder ampliar su capacidad de tomar decisiones. Recopilar informacion es uno de los
principios clave de las empresas a la hora de cosechar su éxito, necesitan conocer a sus clientes,
sus deseos, opiniones y valoraciones para poder garantizar el éxito comercial. El método mas
natural de almacenar informacion y conocimiento es en formato de texto, debido a esto se presume
que las técnicas de mineria de texto (7ext Mining, TM) tienen un potencial comercial superior al
de las técnicas de mineria de datos (Data Mining, DT).

La mineria de texto es un campo interdisciplinario que se enfoca en el procesamiento y
analisis de grandes cantidades de datos para conseguir extraer informacion y conocimiento. La
informacién que se puede obtener de los datos de texto es muy amplia, desde patrones de
comportamiento hasta sentimientos u opiniones. La mineria de texto se enfoca en extraer esta
informacién mediante técnicas y algoritmos de procesamiento del lenguaje, cuyo objetivo es
analizar grandes cantidades de texto. Este campo ha experimentado un crecimiento notable
gracias a los avances de software y hardware para la web y redes sociales, permitiendo el
almacenamiento de grandes cantidades de informacion en forma de texto y provocando un
aumento del interés por descubrir patrones y analizar la informacion recopilada.

Mander J. (2014) como parte de la empresa GlobalWebIndex realizé un estudio donde
afirma que aproximadamente el 85% de la informacion en linea estd disponible en formato de
texto. A su vez, IBM indica que, ya que el 80% de los datos mundiales se presentan en formato
no estructurado, la mineria de texto es una practica de gran valor en las organizaciones. Segun
Mena Roa, M. (2022) en su informe “El Big Bang del Big Data” publicado en Statista indica que
actualmente cada persona genera alrededor de 1,75MB de datos por segundo. El peso de todos
los datos que han sido creados, copiados y consumidos globalmente para el afio 2022 es de 97
Zettabytes. Pero, aun asi, estas cifras no paran de incrementarse, estimandose un crecimiento de
estos datos hasta los 181 ZB en 2025. Podemos apreciar el notable crecimiento en los tltimos 7
afios, durante los cuales, se ha generado 12 veces el volumen de datos que se gener6 en 2015 (8
ZB). Si bien es cierto que, una gran parte de este volumen de datos utiliza formatos de video o
foto (Netflix, YouTube, Instagram, etc.) los datos con formato de texto ocupan una parte
importante (WhatsApp, e-mails, articulos publicados en Google, Twitter, etc.).

Algunas de las aplicaciones mas comunes de la mineria de texto incluyen la clasificacion
automatica de documentos, la identificacion de patrones de comportamiento en el analisis de
sentimiento y opiniones, la extraccion de la informacion en documentos y la creacion de
resumenes. Es un campo emocionante y de constante evolucion, que debido a la creciente cantidad
de informacion disponible se esta convirtiendo en una herramienta invaluable para el analisis de
datos y la toma de decisiones informadas en una amplia gama de campos.

En el marco de este trabajo de investigacion, se exploraran las principales aplicaciones y
herramientas de la mineria de texto, asi como algunos de los algoritmos utilizados para su
implementacion. La mineria de texto promete seguir avanzando y ofreciendo nuevas
oportunidades para aprovechar el potencial de los datos de texto y obtener informacion valiosa a
partir de ellos.
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2. DESCRIPCION DE LOS DATOS Y BIBLIOTECAS PRINCIPALES.

La muestra de datos de texto utilizada en los ejemplos practicos de este Trabajo de Fin de
Master ha sido obtenida de la base de datos de resefias de peliculas del modulo NLTK (Natural
Language Toolkit) para Python. En concreto, este corpus de resefias esta escrito en inglés y consta
de 50.000 archivos de texto sin preprocesar divididos en conjuntos de entrenamiento y pruebas,
almacenados en los directorios “train/” y “test/”.

Cada uno de estos directorios cuenta con 25.000 archivos previamente etiquetados segun su
polaridad y separados en carpetas con etiquetas positivas “pos/” y negativas “neg/”. El nombre de
cada archivo sigue un formato especifico "[id] [rating].txt", donde el campo “[id]” representa el
identificador unico que se ha asignado a cada resefia mientras que “[rating]” indica la clasificacion
asignada a cada una de las peliculas en escala de estrellas, donde una estrella es el minimo y 10
es el maximo. Ademas de esto, se incluyen otros 50.000 documentos sin etiquetar que se pueden
utilizar para el aprendizaje no supervisado.

Para simplificar los analisis, se ha decidido trabajar con 1.000 archivos obtenidos de la carpeta
“train/” de los cuales, 500 pertenecen a la categoria “pos/” y los otros 500 pertenecen a la categoria
“neg/”. De este modo, conseguimos aplicar las técnicas de mineria de texto mediante ejemplos
sencillos.

A continuacion, se presenta un ejemplo del formato de una de las resefias:

“2 deathly unfunny girls stays a their deathly unfunny Uncle Benny's beach house. Uncle Beeny
doesn't like party. But guess what? the deathly unfunny girls have a, yup you guessed it, a deathly
unfunny beach party. If you didn't catch the not so subliminal message that I'm trying to convey.
First off, you're a moron. I would rather watch a nude jello tag team watching match between Bea
Aurther and Cameryn Manhiem VS. Rosie O'Donnell and Jessica Tandy. This movie, and I lose
the term loosely is just THAT bad.<br /><br />My Grade: F <br /><br />Eye Candy: Kristin
Novak and Charity Rahmer go topless, Iva Singer shows breasts and buns”

Para llevar a cabo el analisis, se utilizara el lenguaje de programacion Python y sus
diversas librerias especializadas en procesamiento de texto. Estas librerias proporcionan
funcionalidades para poder realizar diversas tareas mediante una amplia gama de funciones y
algoritmos que facilitan el andlisis y extraccion de informacion util. Algunas de las librerias que
se utilizaran en los ejemplos practicos son las siguientes:

- NLTK (Natural Language Toolkit): Se centra en el preprocesamiento del lenguaje
natural. Sus diversos modulos ofrecen herramientas para trabajar la tokenizacion,
etiquetado, analisis sintactico, etc.

- Sklearn (Scikit-Learn): Esta biblioteca se centra en la parte del aprendizaje
automatico y modelado de datos. Ofrece algoritmos de aprendizaje supervisado y no
supervisado ademas de herramientas para la seleccion de caracteristicas o evaluacion
de modelos.

- SpaCy: Esta biblioteca ofrece modulos destinados al preprocesamiento del lenguaje
natural, al igual que “nltk”. Por otro lado, proporciona modelos pre-entrenados en
diversos lenguajes.
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3. CONTEXTO HISTORICO.

Cuando hablamos de Mineria de Texto (Text mining, TM) hablamos de un problema que
esta relacionado los siguientes términos y conceptos que se han venido utilizando en los ultimos
afos: Arqueologia de Datos (Data Archaeology), Extraccion de Conocimiento en Texto
(Knowledge Discovery in Text), Gestion del Conocimiento (Knowledge Management), Mineria
de documentos (Document Mining), Mineria de Documentos Web (Web Document Mining),
Mineria de la Informacion (Information Mining), o Pesca de datos (Data Fishing).

Debido al gran incremento de la informacion recogida en formato de texto en el ultimo
siglo, surgi6 la necesidad de desarrollar procedimientos avanzados para poder analizarla. Uno de
los requisitos esenciales era el de poder resumir los documentos para reducir su cuerpo a un
tamatfio en el que fueran mas faciles de tratar, ordenar o clasificar. El primer autor en desarrollar
un procedimiento para la catalogacion de documentos fue el bibliotecario Thomas Hyde en 1677.
Pero no fue hasta 1958 cuando Luhn en su articulo “A Business Intelligence System” consiguio
desarrollar un sistema automatico para resumir y codificar documentos y crear perfiles de interés
para las organizaciones, ademas de adaptar el primer ordenador que fuese capaz de aplicarlo. En
1967, se desarrollo la disciplina de la lingtiistica del corpus, la cual suele asociarse con la
lingiiistica computacional, tras la publicacion del articulo “Computational Analysis of Present-
Day American English” de Kucera y Francis en 1967. El corpus puede definirse como un
conjunto de textos que se integran en un sistema de almacenamiento y recuperacion para realizar
un tratamiento de datos mediante técnicas de Text Mining. En este articulo, se desarrolla el primer
corpus denominado BROWN que contiene un millén de palabras seleccionadas de una amplia
variedad de fuentes.

Con el desarrollo del software y hardware surgieron mejoras en el campo del
procesamiento de lenguaje natural (Nature language preocessing, NPL). Los origenes del NPL
se situan en la década de 1950 cuando Turing publico su libro “Computing machinery and
intelligence” donde propuso el criterio de inteligencia que hoy conocemos como “Test de
Turing”. Entre 1950 y 1980 estos sistemas estaban basados en un conjunto de reglas complejas
disefiadas manualmente. A finales de esta década, fue cuando se comenzaron a introducir
algoritmos de aprendizaje automatico para el procesamiento del lenguaje. Esta evolucion permitio
el desarrollo de la mineria de texto actual y la creacion nuevas aplicaciones.

Entre los afios 1980 y 2000 se desarrollaron una gran parte de los algoritmos de
Aprendizaje Automatico (Machine Learning, ML) que se aplican actualmente, como la
categorizacion de documentos con redes neuronales. También se comenzaron a aplicar varios de
los diferentes enfoques estadisticos que se utilizaban en otros campos, como los Modelos Ocultos
de Markov (Hidden Markov Model, HMM), en el reconocimiento de patrones. Otra de las grandes
técnicas aplicadas fue el Indexado Semantico Latente (Latent Semantic Indexing, LSI).
Deerwester et al. (1990) publicaron el articulo “Indexing by latent semantic andlisis” donde
introducian el LS/ en el ML. Este método utiliza la técnica de valores singulares (SVD) para
analizar las relaciones entre los documentos y las palabras que hay en ellos, creando un conjunto
de conceptos que guarden relacion con estos. Laundauer et al. (1998), presentan el Analisis
Semantico Latente (Latent Semantic Analysis, LSA) que emplea las mismas técnicas que el LS/
con la tinica diferencia de utilizar este método exclusivamente para determinar la similitud entre
los elementos analizados fijandose en las veces que estos son repetidos en determinados contextos
verbales.
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Un afio después, Hofmann (1999) combiné los modelos LS/ y la variante probabilistica
creando asi el modelo Indexado Probabilistico de la Semantica Latente (Probabilistic Latent
Semantic Indexing, PLSI) o Analisis Probabilistico (Probabilistic Latent Semantic Analysis,
PLSA). Lo cual supuso grandes avances en la modelizacion probabilistica del texto. Pero tras esto,
surgieron nuevos problemas, como el gran nimero de parametros utilizados frente al corpus. Para
solucionar este problema, Blei D. M. et al. presentaron el modelo de categorias denominado
Asignacion Latente de Dirichlet (Latent Dirichlet Allocation, LDA) en el ano 2002, el cual, es
similar al modelo PLSA exceptuando que el modelo LDA asume que la distribucion de las
categorias es a priori una distribucion Dirichlet.

En la actualidad ademas de utilizar las técnicas propias del Machine Learning, los
investigadores de la mineria de texto estan comenzando a implementar técnicas de Aprendizaje
Profundo (Deep Learning, DL) como las Redes Neuronales Recurrentes (RNN). Sin embargo, aun
queda mucho por avanzar en el campo de la mineria de texto como, por ejemplo, la gestion de los
grandes corpus de texto multitematico.
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4. CONSIDERACIONES DE CALIDAD Y VALIDEZ.

Para que las conclusiones obtenidas de las investigaciones sean relevantes y se puedan tomar
decisiones informadas y validas es primordial considerar la calidad de los datos seleccionados
para el analisis y la validez de los resultados obtenidos. La calidad de los datos utilizados para el
estudio puede verse afectada por diferentes factores, autores como Kao, A. & Poteet, R. S. (2007)
abordan la importancia de escoger fuentes adecuadas y fiables. Los datos recopilados de las redes
sociales tienden a ser menos fiables que aquellos que se obtienen de bases de datos
gubernamentales o encuestas oficiales.

Por otro lado, autores como Reyes-Lopez, O. & Olvera, R. (2019) hacen énfasis en la
importancia del tamafio muestral y su representatividad teniendo en cuenta la naturaleza de los
datos disponibles y el proposito de la investigacion. Elegir una muestra demasiado pequeiia o no
representativa puede truncar e incluso invalidar los resultados obtenidos.

En lo que se refiere a los criterios para seleccionar el tamafio muestral, Reyes-Lopez, O. &
Olvera, R en su articulo “Criterios para determinar el tamanio de muestra en estudios
descriptivos” presentan una distincion entre las investigaciones cualitativas y cuantitativas: “Los
criterios para la determinacion del tamario de muestra, seran diferentes en caso de tratarse de
una investigacion cualitativa a diferencia de trabajar con énfasis cuantitativo, incluso este ultimo
dependera del proposito del proyecto por si requiere la estimacion de medias o de proporciones
y si el valor de "N" es indeterminado o conocido,; por otra parte los criterios para la
determinacion de "n" como tamario de muestra variaran en el caso de ensayar con pruebas piloto,
o tratandose de comunidades muy dispersas, asi también cuando se busca muestrear cada
localidad en un amplio universo de estudio.” Para considerar la validez de nuestros resultados es
frecuente realizar rigurosas evaluaciones mediante diferentes medidas cuantitativas. A
continuacion, describiremos brevemente algunas de las mas comunes:

4.1. MATRIZ DE CONFUSION.

La matriz de confusion es una herramienta que permite al investigador contabilizar las
veces que el algoritmo clasifica de forma correcta o incorrecta las instancias de cada una de las
clases seleccionadas en el estudio. Es una medida de validez comun en estudios de aprendizaje
supervisado valida tanto en clasificaciones binarias como no binarias. La Tabla I presenta la
representacion grafica de una matriz de confusion tipo binaria:

Tabla 1. Matriz de confusién.
Fuente: Elaboracion propia.

valores predichos

positivo negativo
. true positive | false negative
valores | positivo (tp) (fn)
n
reales P — -
) false positive | true negative
negativo
(fp) (tn)

La matriz de confusion se divide en cuatro secciones: verdaderos positivos (#p), verdaderos
negativos (tn), falsos positivos (fp) y falsos negativos (fn). Estas secciones representan el nimero
de instancias que son clasificadas correcta o incorrectamente por el modelo en cada clase. En
muchas situaciones el rendimiento del estimador se analiza sin tener en cuenta las puntuaciones
asignadas a cada clase, si no, comparando la clase estimada con a clase real para cada instancia
del conjunto de datos. (Luque, A. et al, 2022).

10
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4.1.1. Precision.

La precision es una métrica capaz de evaluar la proporcion de predicciones correctas que ha
realizado el modelo en funcion de todas las predicciones positivas realizadas. Su calculo se realiza
mediante la division de los verdaderos positivos entre la suma de los verdaderos positivos y los
falsos positivos. Matematicamente se expresa con la siguiente formula:

Ecuacién 1. Férmula para el cilculo de la precision.

vp

P=vpyrr

A la hora de interpretar los resultados debemos de tener en cuenta una serie de
consideraciones. Gonzalez, S. G. (2022) menciona la dispersion en el nimero de muestras como
una de estas consideraciones. Podemos verlo a través de un ejemplo, suponiendo que contamos
con 495 muestras para la clase 0 y 5 muestras para la clase 1, obtendremos un clasificador sesgado
hacia la clase 0. Si dicho clasificador clasifica todas las muestras en la clase 0, la precision
obtenida sera del 99%. Sin embargo, su rango de error serd del 100% para la clase 1. Aunque la
precision obtenida sea del 99%, esta muy lejos de ser un buen clasificador.

4.1.2. Sensibilidad o Recall.

El recall también conocido como sensibilidad o tasa de verdaderos positivos trata de medir la
capacidad que tiene un modelo de identificar y clasificar correctamente todos los ejemplos
positivos. Su calculo se realiza dividiendo la cantidad de verdaderos positivos entre la suma de
los verdaderos positivos y los falsos negativos (Pio-Alvarez, S. 2018). Representada
matematicamente del siguiente modo:

Ecuacion 2. Férmula para el calculo del recall.

. TP
"~ TP+ FN

Esta métrica es importante en aquellas investigaciones donde la identificacion de los

casos positivos es critica. Por ejemplo, en pruebas métricas para detectar enfermedades, deteccion
de fraude, etc.

4.1.3. F1-Score.
El F1-Score seglin Li, X. ef al., (2008) es una medida que combina el recall y la precision. Se

utiliza cuando se quiere conocer una medida balanceada entre estas dos métricas. Su calculo se
realiza mediante la media armonica entre la precision y el recall.

Ecuacién 3. Féormula para el calculo del F1-Score.

pr1=p LR
T "P+R

El F1-Score es adecuado para aquellas investigaciones en las que una clase es mucho mas

frecuente que la otra, puesto que esta métrica considera el equilibrio entre la capacidad del modelo
de clasificar correcta e incorrectamente las instancias positivas y negativas.
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4.2. CURVA DE ROC.

La curva de ROC (Receiver Operating Characteristic) es un grafico bidimensional que
representa la relacion entre la sensibilidad o la tasa de verdaderos positivos, (representada en el
eje de ordenadas) y la tasa de falsos positivos (representada en el eje de abscisas). Spackman, K.
A. (1989) fue uno de los primeros en utilizar las curvas de ROC en el aprendizaje automatico.

La mejor prediccion del clasificador nos situaria en el punto de la esquina superior
izquierda (0,1) denominado clasificacion perfecta, en el cual, no existird ningtn falso positivo. El
caso contrario, una clasificacion completamente aleatoria, nos situaria en algun punto de la linea
diagonal y = x, la cual, representa una estrategia de clasificacion totalmente aleatoria. Segun
Fawcett, T. (2006), un ejemplo que se suele utilizar para medir las clasificaciones es comparar
los resultados obtenidos por el clasificador con los obtenidos a partir de lanzar una moneda al
aire. Si lanzamos una moneda al aire nos situaremos sobre la diagonal que divide la curva de ROC
(0.5,0.5). Esta diagonal indica que los puntos situados por encima de ella representan unos
resultados mejores que el azar y los puntos situados por debajo unos resultados peores que el azar.

Para su interpretacion se suele utilizar el area de bajo la curva de (AUC). Podemos
guiarnos a partir de las indicaciones de Fawcett para interpretar los resultados del AUC de nuestra
curva de ROC:

- Siel AUC = 0.5, la clasificacion es completamente aleatoria (Como lanzar una
moneda al aire).

- Siel AUCestaentre 0.5y 0.6, la clasificacion es mejor que aleatoria pero no es buena.

- Siel AUC esta entre 0.6 y 0.75, la clasificacion es regular.

- Siel AUC esta entre 0.75 y 0.9 la clasificacion es buena.

- Siel AUC esta entre 0.9 y 0.97 la clasificacion es muy buena.

- Siel AUC esta entre 0.97 y 1 la clasificacion es excelente o perfecta.

4.3. CALIDAD - Aplicada al corpus.

Debemos de tener presentes ciertas consideraciones de calidad antes de comenzar cualquier
analisis. Centrandonos en el corpus seleccionado, debemos de evaluar la calidad de las resefias
en términos de su contenido y coherencia. Algunas de las resefias contienen informacion
irrelevante, errores gramaticales o sesgos, lo cual, puede afectar a la interpretacion y precision de
nuestro modelo. Ademas, es importante comprobar la representatividad del corpus. Es decir, que
exista una diversidad de géneros de peliculas. En el caso de que todas o la mayoria de las resefias
de peliculas evaluasen un género en concreto (no es nuestra situacion), no deberiamos de
generalizar los resultados a un contexto mas amplio.

Debemos tener en consideracion que el andlisis de un corpus con mayor tamafio y equilibrio
entre clases positivas y negativas, como la muestra completa etiquetada de 50.000 documentos,
proporcionard unos resultados mas confiables y robustos en términos de clasificacion de
sentimientos y analisis de textos.

En ultimo lugar, es recomendable tener en cuenta que el corpus de peliculas de NLTK se
centra en resefias en inglés, lo cual limita su aplicabilidad a otros idiomas. Hemos de considerar
las diferencias lingiiisticas y complementar el analisis con otras fuentes de datos y técnicas de
validacion para obtener los mejores resultados posibles.
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5. PREPROCESAMIENTO DEL LENGUAJE NATURAL.

El procesamiento del lenguaje natural (NLP) es una rama de la inteligencia artificial que
permite, mediante el uso de herramientas de computacion, la manipulacion de los lenguajes
naturales (Vasquez, M. A. C, et al., 2020). Se pretende transformar los datos brutos en datos que
cuenten con un formato mas sencillo de interpretar por las maquinas. Si no realizasemos este paso,
los resultados obtenidos en el andlisis serian de muy baja calidad. El objetivo principal del NLP
es desarrollar sistemas informaticos que puedan procesar el lenguaje humano de manera efectiva
y precisa. Para esto, es necesario considerar el orden, estructura y significado de las palabras que
lo componen. Este enfoque esta centrado en el lenguaje en si, su estructura nace en los afios 50
con Chomsky e incluye las siguientes técnicas:

Eliminacion

Senyacionsy de Stop Vectorizacion

Words

Tokenizacién SR
Lematizacion

Hustracion 1. Principales fases del preprocesamiento de textos.
Fuente: Gobierno de Espaiia — Secretaria de estado de digitalizacion e inteligencia artificial.

5.1. PREPARACION DEL CORPUS - Limpieza

La eliminacion de ruido es una tarea de normalizacion que suele producirse antes de la
“tokenizacion”. Este paso se refiere al proceso de recopilacion, limpieza y organizacion de los
datos textuales. Se tratara de eliminar el ruido de los documentos para poder realizar los analisis
posteriores. Eliminar el ruido de nuestro corpus consiste en eliminar los encabezados de los
archivos de texto, la numeracion y los pies de pagina, eliminar el formato original HTML, XML,
JPG... el marcado, los metadatos y extraer los datos utiles de otros formatos. En este TFM se han
utilizado el modulo “re” y “nltk” de Python para llevar a cabo estas operaciones.

Segun Alvarez, D. P. (2021) puede ser necesario realizar un mapeo de las contracciones a su
forma extendida que nos permita aumentar la coherencia en el estudio. Sobre todo, es necesario
si alguno de los textos esta escrito en otro idioma, especialmente en inglés (En ocasiones en
espaiiol también sucede). Para ello debemos reemplazar las contracciones del lenguaje por sus
expansiones (didn’t = did not), este paso no es un requisito obligatorio, pero si puede ser muy
beneficioso a la hora de analizar los resultados.
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5.2. TOKENIZACION.

La tokenizacion es el proceso de dividir las cadenas de texto mas extensas en otras mas
pequetias (palabras, frases, simbolos u otros elementos significativos) que se denominan tokens
(Jurafsky, D., & Martin, J. H. 2019). Dentro de la tokenizacion también podemos considerar el
manejo de los signos de puntuacion, la transformacion de las palabras de mayusculas a mintisculas
y la eliminacién de palabras no relevantes para la comprension del texto como son los “stop
words”. La tokenizacion es un paso esencial en el NLP porque permite a las maquinas entender y
procesar el texto de manera mas eficiente.

Uno de los mayores desafios que presenta la tokenizacion de textos es el idioma. Segun
Kannan, S. et al., (2014) los idiomas como el espafiol, inglés y francés se consideran "lenguajes
espaciados", ya que cada palabra estd separada por espacios, lo que facilita la tokenizacion
segmentada. Sin embargo, hay otros idiomas como el chino mandarin o el tailandés en los cuales
las palabras no tienen limites claros, lo que nos obliga a realizar un proceso de tokenizacion no
segmentada. Este ultimo enfoque requiere de una mayor informacion 1éxica y morfologica para
llevar a cabo la tokenizacion de manera adecuada.

5.2.1. Manejo de los signos de puntuacion.

En el proceso de tokenizacion uno de los dilemas frecuentes al que se enfrentan los
investigadores es el manejo de los signos de puntuacion (comas, puntos, puntos suspensivos, etc.).
Se pueden aplicar dos enfoques diferentes: Considerar cada uno de ellos como un token separado
o eliminarlo durante el proceso (Addati, A. & Roger, S. 2017). La eleccion de un método u otro
dependera del objetivo especifico del analisis.

Mantener los signos de puntuacion como tokens separados puede resultar 1til en tareas como
el analisis de sentimientos, el analisis de opiniones o el analisis de emociones. En estos casos, los
signos de puntuacion pueden tener un impacto significativo en la interpretacion del texto, por lo
que conservarlos permite capturar esa informacion adicional. Por otro lado, en tareas de
clasificacion de textos, donde el objetivo principal es identificar la categoria a la que pertenece
un texto, es comun eliminar los signos de puntuacion contribuyendo a reducir la complejidad del
analisis y simplificar el procesamiento de los datos.

5.2.2. Stop words.

Los "stop words" o "palabras vacias" son términos comunes y frecuentes en un idioma que
suelen ser eliminados durante la etapa de preprocesamiento del texto debido a su escaso valor
para el analisis. Estas palabras incluyen conectores, preposiciones, pronombres, adverbios y otros
términos propios del lenguaje que no aportan un significado sustancial al texto. Existen diversas
librerias, como por ejemplo NLTK o spaCy que incorporan una lista bastante amplia de “stop
words”. Kannan, S. et al.,, (2014) estiman que aproximadamente un 20 - 30% de las palabras
presentes en un documento son “stop words”.

No obstante, es importante tener en cuenta que no es necesario eliminar los "stop words" en
todas las aplicaciones del NLP. Existe una vertiente de autores a la que pertenecen Popova, S. &
Skitalinskaya, G. (2017) quienes sostienen que, para determinados tipos de analisis, como el de
sentimientos u opiniones, estas palabras pueden ser relevantes para capturar la intencion o el tono
del texto, especialmente cuando el corpus objeto de estudio cuenta con textos de gran extension.
Ademas, en tareas especificas de procesamiento del lenguaje natural, como el analisis gramatical
o la traduccion, los "stop words" pueden desempeiiar un papel fundamental para mantener la
estructura y la gramatica del texto.
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5.2.3. Minusculas.

En el proceso de analisis de texto, a menudo resulta beneficioso convertir todas las letras a
minusculas con el fin de reducir la variabilidad causada por las letras mayusculas. Esto nos
permite tratar las palabras en mayusculas y mintsculas como iguales, evitando posibles
discrepancias en el conteo o la comparacion de palabras y aumentar el rendimiento del
clasificador (Widyassari, A. P., et al., 2022). No obstante, es importante tener en cuenta que en
algunos analisis las letras mayusculas desempefian un papel relevante en la identificacion de
ciertas caracteristicas, como los nombres propios. En estos casos, conservar las mayusculas puede
ser esencial para garantizar la correcta identificacion y comprension de dichas entidades.

5.3. LEMATIZACION.,

El objetivo de la lematizacion es convertir las palabras en un lema, es decir, en su forma
de vocabulario original. Se pretende normalizar la forma de una palabra (flexionada) en la forma
utilizada como palabra principal en un diccionario (Merriam, C. & G. 2007). Su proposito es
disminuir la variabilidad de las palabras y agrupar aquellas que comparten la misma raiz en una
forma estandar.

Para nuestros ejemplos practicos, al contar con un corpus escrito en inglés, debemos de
ser conscientes de que no se trata de un lenguaje de gran complejidad como otras lenguas, por
ejemplo, el griego moderno, arabe o chino mandarin. Guia, P. & Atkinson-Abutridy, J. (2010)
explican el proceso de lematizacion para palabras en inglés del siguiente modo:

En la mayoria de los casos, la raiz de la palabra no se altera durante el proceso de
lematizacion (por ejemplo, play — play-s — play-ing — play-ed) y la mayoria de los tiempos
verbales ingleses se forman utilizando grupos de palabras (por ejemplo, I play — I will play, I
played — I had played). Sin embargo, en inglés existen algunos casos muy irregulares en los que
incluso la raiz cambia radicalmente. Un ejemplo tipico de verbo muy irregular en inglés es el caso
del verbo "go" (es decir, go — went).

En cuanto a los algoritmos utilizados para la lematizacion, encontramos el algoritmo de
Porter, el cual, ha resistido la prueba del tiempo y sigue siendo un algoritmo de lematizacion
popular. Propuesto originalmente en 1980, elimina de forma iterativa los sufijos de una palabra,
asignandola a su raiz.

5.4. STEMMING.

El “stemming” al igual que la lematizacion consiste en reducir las palabras a su raiz o
lema. Por ejemplo, un algoritmo de stemming reduce las palabras "likes" y "likely" a la raiz "like".
El stemming es muy utilizado en los motores de busqueda puesto que en diversas ocasiones puede
ser necesario buscar variantes de las palabras que estén relacionadas con el tema de interés para
poder ofrecer los mejores resultados (Colmenares, E. & Wu, H. 2021).

Smelyakov, K., et al. (2020) diferencian dos enfoques basicos para los algoritmos de
stemming modernos. El primero de ellos consiste en utilizar tablas o diccionarios especiales con
palabras y sus raices y el segundo, consiste en recortar los sufijos y prefijos siguiendo ciertas
reglas. Este ultimo enfoque, es mucho mas rapido y se puede utilizar con palabras conocidas y
desconocidas a diferencia del primero, pero comete errores con bastante frecuencia.

Es importante destacar que el stemming es un enfoque basado en reglas en comparacion
mas simple que la lematizacion. Por lo tanto, aunque el stemming puede ser mas rapido, también
puede generar resultados menos precisos. No obstante, en ciertos casos donde la simplicidad es
prioritaria, el stemming puede ser una opcion adecuada.
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5.5. EIEMPLO PRACTICO - Preprocesamiento del corpus.

El objetivo de este ejemplo es preparar nuestro corpus para un posterior analisis binario
y de sentimientos. Para realizar el preprocesamiento utilizaremos las bibliotecas: “os”, “nltk”,
“re”, “html”, “spacy” y varios modulos especificos de “nltk” como “PlaintextCorpusReader”,
“word_tokenize”, “WordNetLemmatizer”, “stopwords” y “wordnet”. En el Anexo I se recoge el
codigo utilizado para realizar el preprocesamiento.

En primer lugar, realizamos un mapeo de las etiquetas POS (Part-of-Speech) del conjunto
de datos TreeBank a etiquetas POS de WordNet para posteriormente poder realizar la
lematizacion. Reemplazamos aquellos caracteres que estan repetidos por un solo caracter (con el
objetivo de solventar uno de los errores gramaticales frecuentes localizados en las resefias) y
unificamos la nomenclatura.

Tras esto definimos nuestra funcion de preprocesamiento denominada preprocess_text|]
la cual realizard una limpieza completa del corpus: elimina el formato HTML, reemplaza los
signos de puntuacion por espacios, elimina contracciones, elimina los saltos de pagina del formato
HTML (los cuales se representan como <br/>), convierte las maytsculas en minusculas, elimina
los “stop words” contenidos en la lista de “stop words” de la biblioteca “nltk” y una serie de
palabras comunes predefinidas que no aportan ningtin valor al andlisis. Tras esta limpieza inicial,
nuestra funcion divide el texto en tokens, lematiza las palabras y aplica una normalizacion
lingiiistica para finalmente unificar la nomenclatura, reducir la redundancia y devolver el texto
preprocesado como una cadena de texto.

Tras definir la funcién de preprocesamiento, definimos un array denominado
processed_corpus [] que recogera los 1.000 archivos (500 con polaridad negativa y 500 con
polaridad positiva) ya preprocesados.

A modo de demostracion del funcionamiento de nuestra funcion preprocess_text|]
elegimos una resea al azar y la preprocesamos obteniendo el siguiente resultado:

“If you had asked me how the movie was throughout the film, I would have told you it
was great! However, I left the theatre feeling unsatisfied. After thinking a little about it, I believe
the problem was the pace of the ending. I feel that the majority of the movie moved kind of slow,
and then the ending developed very fast. So, I would say the ending left me disappointed. <br
/><br />I thought that the characters were well developed. Costner and Kutcher both portrayed
their roles very well. Yes! Ashton Kutcher can act! Also, the different relationships between the
characters seemed very real. Furthermore, I thought that the different plot lines were well
developed. Overall, it was a good movie and I would recommend seeing it. <br /><br />In
conclusion: Good Characters, Great Plot, Poorly Written/Edited Ending. Still, Go See It!!!.”

“ask film throughout film would told great however left theatre feel unsatisfied think little
believe problem pace end feel majority film move kind slow end developed fast would say end
left disappointed thought character well developed costner kutcher portrayed role well yes ashton
kutcher act different relationship character seem real furthermore thought different story line well
developed overall good film would recommend see conclusion good character great story poorly
write edit end go see”
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6. MODELOS DE TEMAS - Latent Dirichlet Allocation.

Los modelos de representacion son técnicas que se utilizan para transformar los datos no
estructurados en datos estructurados, permitiendo que puedan ser procesados por los algoritmos
de aprendizaje automatico. Dentro de los modelos de representacion destacan los modelos de
temas, los cuales, proporciona métodos de organizacion, comprension, busqueda y resumen de
grandes archivos de forma automatica con el objetivo de descubrir los temas ocultos en ellos
(Bhutada, S., et al., 2014). Cabe destacar el funcionamiento del modelo de temas Latent Dirichlet
Allocation (LDA), propuesto por Blei, D. M. en 2002, este modelo probabilistico para conjuntos
de datos discretos realiza una breve descripcion de los documentos, conservando la informacion
estadistica esencial y contribuyendo a manejar eficientemente conjuntos de documentos a grande
escala.

El objetivo del LDA es modelar los “topicos”. Un “topico” es un tema o idea que se relaciona
con un conjunto de palabras que aparecen en el corpus mediante la asignacion de una distribucion
de probabilidad a cada documento y una distribucion de palabras a cada topico. El modelo LDA
se basa en la distribucion de Dirichlet, que es una distribucion de probabilidad multivariante, la
cual, describe la distribucion de probabilidad de un conjunto de variables aleatorias que
representan las proporciones de multiples categorias que se observan en la muestra. (Liu et al,
2011). Esta distribucion se puede actualizar a posteriori a medida que se obtengan nuevas
muestras. La funcion de densidad de probabilidad de la Distribucion de Dirichlet tiene la siguiente
forma:

Ecuacion 4. Funcion de densidad de probabilidad de la Distribucion de Dirichlet.

1
= B@II (xi((xi—l))

f (1, %2, ey X4)

Donde x;, x2, ..., xx son las variables aleatorias que representan las & dimensiones de la distribucion,
B(a) es la funcion Beta multivariada de normalizacion, y o; - 1 es el exponente al que se eleva cada x; en la
funcion de densidad de probabilidad.

El modelo asume que los topicos y las palabras en cada documento se generan a partir
de distribuciones de Dirichlet y utiliza un algoritmo de inferencia bayesiana de tres capas para
estimar estas distribuciones a partir de los datos observados (Blei, D.M., et al., 2012).

OO O—@ O—T0O
Q 0,[ Z,l_,, " -(I.u N A i/.' ,/
“|'D K

Tlustracion 2. Modelo grafico para la asignacién latente de Dirichlet (LDA)
Fuente: Blei, D.M., et al., (2012).

Cada uno de los nodos de la llustracion 2 representa una variable aleatoria y se etiqueta
acorde con su papel en el proceso generativo del corpus. Los nodos ocultos no estain sombreados,
los nodos observados en cambio si lo estan. El rectangulo N representa la coleccion de palabras
en el documento, el rectangulo D la coleccion de documentos en el corpus y el rectangulo K el
conjunto de topicos que atraviesan el corpus, a, [y 6 representan los hiper-parametros del
modelo.
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7. EJEMPLO DE VISUALIZACION — Nubes de palabras.

Las nubes de palabras o “bag of words” (BoW) son una técnica derivada del NPL. Consiste
en la construccion de un diccionario que nos permite representar de forma visual los términos mas
comunes de un corpus de texto. Segun Shekhar, R. & Jawahar, C. V. (2012) en este modelo, cada
documento esta representado por un conjunto de palabras independientes de la gramatica y que
no sigue ningun orden.

Habitualmente, cada documento se representa como un vector de pesos de las palabras.
Sin embargo, De la Fuente, O. S. (2019) establece dos limitaciones principales a este tipo de
representaciones La primera de ellas se caracteriza por dividir los grupos de palabras en sus
palabras constituyentes. Es decir, si tenemos el conjunto de palabras “I have been playing” — se
dividira en las palabras “I” “have” “been” y “playing”. En segundo lugar, este método trata los
sinonimos como dos palabras independientes sin asociacion semantica, por ejemplo “film” y
“movie”. Para tratar de solventar la ultima de estas limitaciones, antes de aplicar la funcion de
preprocesamiento, se ha generado la funcion unify_nomenclature (), que incluye reemplazos en
la nomenclatura mas comun relacionada con las peliculas. En el Anexo II se recoge el codigo
empleado para generar la nube de palabras.

A continuacion, importaremos las bibliotecas necesarias para realizar la nube de palabras
que nos permitird la visualizacion del corpus. Estas bibliotecas incluyen “matplotlib.pyplot”,
“collections.Counter” y “wordcloud. WordCloud”.

Crearemos un array denominado words [], donde se registraran las palabras y su
frecuencia y seleccionaremos las 50 palabras mas frecuentes. Tras esto se creara un diccionario
que sea capaz de mapear cada palabra a su frecuencia para finalmente generar la nube de palabras
presentada en la llustracion 3:

. first ‘q-_) S I’]dOW <2

-— Lbest
R T [ [
real
) yeary play e comlnake
U ever
_C .music
E @) thing .Scenex Krow
1 o)
MO "life try ©
(qo} ry— O
M = fbhad § think - foo
O Joem MSAY end

Ilustracién 3. Representacion del corpus ""Bag of Words"
Fuente: Elaboracion propia.

A simple vista, fijindonos exclusivamente en la [lustracion 3 somos capaces de
identificar las palabras mas presentes en el corpus: “film”, “show”, “see”, “story”” and “character”.
Estas palabras nos indican los temas y elementos mas relevantes del corpus sin necesidad de
conocer el contenido completo de los documentos. En nuestro caso, el tema principal son las
descripciones o resefias de peliculas, el cual, esta estrechamente relacionado con las palabras
obtenidas en el BoW. Destaca la palabra “film”, como aquella que posee una mayor frecuencia.
Asimismo, palabras como “character”, “story”, “scene” y “show” sugieren que la actuacion, los

personajes y las escenas son elementos clave en las opiniones expresadas.
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8. PRINCIPALES APLICACIONES DE LA MINERIA DE TEXTO.

La mineria de texto es un campo que se encuentra en la interseccion de la lingiiistica
computacional, la informacion textual, el aprendizaje automatico (Machine Learning, ML), la
inteligencia artificial y la mineria de datos. Estas disciplinas se relacionan y se complementan
entre si para analizar y procesar grandes cantidades de datos textuales. La llustracion 4, presenta
un diagrama de Venn donde se representan de manera simplificada las relaciones entre estas
disciplinas. Talib, R. et al, (2016) exponen que el circulo central hace referencia al area de
superposicion que abarca a todas las disciplinas, demostrando que la mineria de texto se basa en
los fundamentos de todas estas disciplinas.

Ilustracion 4. Diagrama de Venn. Aplicaciones de la mineria de texto.
Fuente: Talib, R. et al, (2016)- “Text Mining: Techniques, Applications and Issues”.

La aplicacion de la mineria de texto es una tarea compleja que requiere considerar factores
como la longitud de los textos, la cantidad de documentos y las colecciones utilizadas para el
analisis. Sin embargo, los beneficios son significativos, ya que permite desarrollar aplicaciones
de gestion del conocimiento que ayudan a las personas en tareas de andlisis, recopilacion y
procesamiento de grandes voliimenes de informacion de manera eficiente. Esto ahorra tiempo y
permite tomar decisiones mas informadas, contribuyendo al avance de la sociedad hacia una base
de conocimiento so6lida. Dentro del ML podemos distinguir dos tipos de modelos, los modelos de
aprendizaje supervisado y los modelos de aprendizaje no supervisado.

Los modelos de aprendizaje supervisado son algoritmos de ML que utilizan datos
etiquetados para aprender a realizar predicciones o clasificar nuevos datos en funcion de
caracteristicas de entrada. Estos modelos son entrenados con un conjunto de datos de
entrenamiento que contiene etiquetas o respuestas conocidas (Delua, J. 2021).

Modelo de regresion lineal.
Modelo de regresion logistica.
Arboles de decision.

Maquinas de vector de soporte.
Redes neuronales.

Por otro lado, los modelos de aprendizaje no supervisado son aquellos en los que los datos no
estan etiquetados, lo que significa que el modelo no tiene conocimiento previo de las respuestas
correctas (Delua, J. 2021).

e (Clustering o agrupamiento.

e Analisis de los componentes principales.
o Reglas de asociacion.
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8.1. SISTEMAS DE CLASIFICACION DE DOCUMENTOS.

En la actualidad, gran parte de la informacion es etiquetada para ofrecer a los usuarios
una mayor rapidez en sus busquedas de contenido. Esto incluye la informacion de texto, video,
musica o peliculas. Las etiquetas de datos o clasificadores son mecanismos que nos permiten
agrupar los diferentes atributos que contienen caracteristicas similares. Es decir, estas etiquetas
que asignamos a los atributos tienen como objetivo dar una descripcion rapida del contenido y
pertenecen a conjuntos que han sido previamente definidos.

Basandonos en el articulo “Machine learning in automated text categorization” de
Sebastiani, F. (2002) detallaremos brevemente el funcionamiento de los sistemas de clasificacion
de textos. La clasificacion de textos consiste en asignar a cada uno de los documentos (d;) de

nuestro corpus una etiqueta A que designe a que clase pertenece. El elemento que realiza esta
clasificacion se denomina clasificador. Podemos definir un clasificador como una funcién cuyo
objetivo es asignar las diferentes etiquetas a los documentos:

Ecuacion 5. Funcion del clasificador.

y: (dl, ,dj) - (1,2,..,n), y = A, 9, ., Ak

Lo mas comun es utilizar algoritmos de aprendizaje supervisado a través del etiquetado
de texto, cuyo principal objetivo es realizar una prediccion de la etiqueta que le otorgaremos a los
nuevos documentos (etiqueta es desconocida) a partir de la relacion entre las etiquetas que conoce
y otras series de caracteristicas (x,). Para realizar un modelo de aprendizaje supervisado que pueda
utilizarse en una clasificacion de los documentos es necesario contar con una muestra de datos
etiquetada que permita la organizacion y estructuracion del texto.

Para la implementacion de un campo de entrenamiento (7raining, Test, Validation)
debemos de contar con un corpus inicial (D) donde cada uno de los documentos de nuestra

muestra D = {d, . . ., d;}, esté asignado a una de las clases o categorias que previamente se han
determinado, C = {c,, . . ., ¢i}, para asi, poder crear un conjunto de entrenamiento ®@: D x C =
{(di, ci), ..., (d, c;)} con el cual, tras aplicar el algoritmo adecuado podamos obtener un sistema

de clasificacion que, tras el aprendizaje, pueda llegar a ser capaz de predecir la clasificacion de
los futuros documentos. Podemos encontrar diferentes tipos de clasificaciones de los documentos,
entre ellos:

8.1.1. Problemas de clasificacion binaria.

El etiquetado de spam del correo electronico o la deteccion de fraude son un ejemplo de
este tipo de clasificacion (Rawal, S. et al., 2017). En la clasificacion binaria, se consideran
unicamente dos categorias (dos etiquetas) con un valor para cada una de ellas, por ejemplo 1 y -
1. Podemos definir la clasificacion o categorizacion de textos binaria como la aproximacion de
una funcién de categoria desconocida mediante la asignacion de un valor Booleano (verdadero o
falso) Q: D x C — {1,-1}. Dentro del conjunto de entrenamiento (®) los valores de la funcion
son conocidos para cada par d;, ¢;. Un documento d; seria un ejemplo positivo de ¢; si @ (d;, ¢;) =
1, en cambio se produce un ejemplo negativo de ¢; cuando @ (d;, ¢;) =-1.

Existen numerosos algoritmos de clasificacion binaria, en este ensayo nos centraremos
en las maquinas de vector de soporte o SVM. Este es un algoritmo de aprendizaje supervisado
creado por Vapnik, V. en 1963 para casos perfectamente separables linealmente, y posteriormente
extendida por Cortés, C. & Vapnik, V. en 1995 para casos en los que las clases no son linealmente
separables. Inicialmente fue disefiado para problemas de clasificacion binaria, pero actualmente
se emplea tanto en problemas de clasificacion multiple como regresion.
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El funcionamiento de los SVM se basa en el concepto de hiperplano, el cual se define
como una extension del plano en un subespacio p-dimensional. Cada una de las caracteristicas
(x) que escogemos para nuestra clasificacion representa una dimension (p). Si el espacio que
queremos clasificar tiene p dimensiones, un hiperplano sera el subespacio de p — 1 dimensiones
que es capaz de dividirlo en dos mitades. A continuacion, se representa el concepto de hiperplano
mediante una ecuacion lineal:

Ecuacion 6. Hiperplano representado mediante una ecuacion lineal.

f(x)= Bo+ Prxs+ -+ Bpxp

Si los casos fueran perfectamente separables, para conocer a que clase pertenece el
documento objetivo solo seria necesario calcular el signo de la ecuacion y ver en qué parte del
plano se sittia. Cuando f(x) es positiva el documento pertenecera a la clase A, en el caso de que
f (x) sea negativa pertenecera a la clase B.

Clase A: (Bo + Buxs +-+ + Bpxp) >0
Clase B: (Bo + Bixy + - + Bpxp) <0

Cuando f(x) — {1,-1}.

Una de las primeras dificultades que nos encontramos es que existen infinitos hiperplanos
capaces de dividir correctamente el espacio p-dimensional en dos categorias. Es por esto por lo
que, debemos encontrar el hiperplano 6ptimo. Este sera aquel que se encuentra mas alejado de
todas las observaciones consiguiendo asi maximizar el margen (distancia) entre las observaciones
y el hiperplano. Esto se puede conseguir mediante métodos de optimizacion de las ecuaciones
anteriormente descritas.

T
NEeweb=1

F-w+b=0

Posibles hiperplanos de separacion Hiperplano de separacién éptimo

Iustracién 5. SVM: Los hiperplanos de separacion y el hiperplano éptimo.
Fuente: Rpubs — Jig Badouin (2022)

Cuando los casos no son perfectamente separables, es mejor crear un clasificador basado
en un hiperplano denominado clasificador de vector de soporte (Support Vector Classifiers). El
cual, a pesar de no separar las dos clases de una forma perfecta, tenga un pequefio margen de
error, pero una mayor robustez y capacidad predictiva. Kowalczyk, A. (2018) en su libro “Support
Vector Machines Succinctly” presenta una explicacion mas detallada sobre el funcionamiento de
las SVM vy su desarrollo matematico. El algoritmo de las SVM se puede considerar como una
extension de los clasificadores de vectores de soporte que nos permite obtener el hiperplano
optimo al aumentar las dimensiones de los datos, “usando un hiperplano como frontera de
decision entre dos clases” (Aggarwal, C. C. 2015).
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8.1.2. Problemas de clasificacion multi-clase (Multiclass Clasification, MCC).

Denominamos multi-clase al problema de clasificar un documento entre dos o mas
posibles clases. Los clasificadores multi-clase se caracterizan por clasificar nuestro documento
en una sola clase dentro de estas i clases, es decir, el documento d; solo puede pertenecer a ¢; por
lo tanto, solo puede estar asignado a una etiqueta A (Yukinawa, N. ef al., 2007). Es posible que
dentro de este problema de clasificacion nos encontremos con documentos a los que se les puede
asignar dos o mas etiquetas de clase, a este suceso se le denomina problema de clasificacion multi-
etiqueta.

Para poder realizar la clasificacion multiclase primero debemos adaptar el problema
generando n problemas de clasificacion binaria. Existen numerosas estrategias para conseguirlo,
pero en este apartado presentaremos el método Uno vs Uno (One vs One, OvO). Este método fue

popularizado por los investigadores Platt C. J., Cristianini, N & Shawe-Taylor, J. (2000) en su

(i-1 . . .
) clasificadores binarios

trabajo sobre la clasificacion de imagenes. Consiste en entrenar

donde cada uno de ellos recibe un par de muestras del conjunto de entrenamiento (@) original.
Para la prediccion de la clase de nuestro nuevo documento se utiliza un sistema de votacion, donde
todos los clasificadores realizan una votacion de las clases. El clasificador combinado escogera
la clase con mayor nimero de votos como clase predicha. El clasificador Naive Bayes
multinomial tiene un caracter multi-clase siendo capaz de observar mas de dos clases, es por esto,
por lo que es un buen algoritmo que utilizar en este tipo de clasificaciones. A continuacion,
procederemos a explicar brevemente el funcionamiento de este clasificador.

El clasificador Naive Bayes utiliza la maxima verosimilitud, es decir, se puede utilizar el
modelo sin tener que aceptar la probabilidad Bayesiana. Baeza-Yates, R. & Ribeiro-Neto, B.
(1995) categoriza este método como la base de la clasificacion de textos. Estos clasificadores se
caracterizan por su simplicidad, no requieren calcular la matriz de covarianza completa, en su
lugar, se calcula exclusivamente la varianza de las variables puesto que se asumen variables
independientes, por lo que, solo requieren una pequefia cantidad de datos de entrenamiento para
poder predecir la clase de los futuros documentos que se van a clasificar.

El clasificador de Naive Bayes se basa en la Regla de Bayes para calcular la probabilidad
condicional de que nuestro documento d; se encuentre en una clase ¢; = P {ci |dj}, mediante el
calculo de la probabilidad de que los documentos pertenezcan a esa clase P{dj|c;} y la
probabilidad de cada clase obtenida en el conjunto de entrenamiento P(c;) dividido entre la
probabilidad de cada documento.

Ecuacién 7. Féormula del clasificador de Naive Bayes.

P(c)P(dj|c;
Plalg) =07 le)

Los pasos que realiza en clasificador Naive Bayes son los siguientes: en primer lugar, se
calcula la probabilidad de las etiquetas, tras esto, calcula la probabilidad para cada una de las
caracteristicas (atributos), una vez calculada la probabilidad de los atributos, calcula la
probabilidad posterior con el Teorema de Bayes y finalmente otorga la clase del documento a
aquella que tiene una probabilidad mas alta. La principal desventaja de este clasificador es que
asume que todas las variables son independientes entre si por lo tanto no tiene en cuenta la relacion
existente entre ellas.
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8.1.3. Problemas de clasificacion multi-etiqueta (Multilabel Clasification, MLC).

La clasificacion multi-etiqueta se caracteriza principalmente por la existencia de i clases,
las cuales no son excluyentes entre si, permitiendo asi que un documento d; pueda estar asociado
a mas de una etiqueta de forma simultanea (Alfaro, R. A. & Allende O. 2020). El Aprendizaje
Multi-etiqueta (Multilabel Learning, MLL) es un ejemplo del aprendizaje supervisado que nos
permite analizar las relaciones que presentan las etiquetas, mostrandonos problemas como el
desbalance entre etiquetas, donde algunas estdn muy presentes mientras que otras no tanto. En la
Tabla 2 se presenta un ejemplo de una muestra con un problema de clasificacion multi-etiqueta.

Tabla 2.Ejemplo de problema multi-etiqueta.
Fuente: Elaboracion propia.

ETIQUETA (3q)
DOCUMENTO
(Observacién) CIENCIA POLITICA DEPORTE VIAJES
Documento 1 X X
Documento 2 X
Documento 3 X X
Documento 4 X X

El método mas comun para resolver el problema multi-etiqueta es el denominado método
de Relevancia Binaria (Binary Relevance, BR) que fue introducida por primera vez por el
matematico y estadistico britanico Austin Bradford Hill en 1920. Este método consiste en
transformar el problema multi-etiqueta en »n problemas binarios, es decir, a cada problema se le
asigna un valor de pertenencia y un valor de no pertenencia, el cual, indica si el documento esta
asociado o no a dicha etiqueta. Para implementar este método se deberan entrenar # clasificadores
binarios en un mismo conjunto de entrenamiento. La transformacion del problema multi-etiqueta
se realiza de forma independiente al uso del algoritmo, es por esto, por lo que podemos
implementar el método BR utilizando algoritmos ya existentes. La Tabla 2 describe nuestra
muestra de ejemplo tras utilizar el método de transformacion BR.

Tabla 3. Transformacién BR del problema multi-etiqueta.
Fuente: Elaboracion propia.

DOCUMENTO ETIQUETA (3q) DOCUMENTO ETIQUETA (3q)
(Observacién) CIENCIA | NO CIENCIA (Observacién) | poyjTICA | NO POLITICA
Documento 1 X Documento 1 X
Documento 2 X Documento 2 X
Documento 3 X Documento 3 X
Documento 4 X Documento 4 X
ETIQUETA ( M ETIQUETA (M
DOCUMENTO e () DOCUMENTO Q ()
(Observacién) DEPORTE | NO DEPORTE (Observacién) VIAJES NO VIAJES
Documento 1 X Documento 1 X
Documento 2 X Documento 2 X
Documento 3 X Documento 3 X
Documento 4 X Documento 4 X
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Este método es efectivo para resolver problemas en los que nuestra muestra pertenezca a
un conjunto pequefio de etiquetas puesto que en la medida que n aumente, el nimero de
clasificadores aumentara también, pero debemos de ser conscientes de que este método no tiene
en cuenta la relacion entre las etiquetas.

Para poder hacer frente a esta complejidad se presenta el algoritmo RAKEL (Random k-
Labelsets) desarrollado por los investigadores Read, J. et al., (2011). Este algoritmo realiza una
codificacion de las variables del siguiente modo, cogiendo como referencia el ejemplo anterior,
si nuestro documento habla de viajes y deporte estas etiquetas se recodificarian pasando a crear
una nueva clase llamada viajes_deportes. Tras esto se seleccionan k etiquetas para entrenar un
clasificador repitiendo esta operacion hasta generar m clasificadores binarios. Este algoritmo
resuelve los problemas anteriores y su mayor dificultad es elegir de forma correcta el nimero de
etiquetas (k) y el nimero de clasificadores a entrenar (m).

8.1.4. Problemas de clasificacion difusa (Fuzzy).

La clasificacion difusa (Fuzzy) utiliza las técnicas de ML para modelos de aprendizaje
supervisado y no supervisado. Centrandonos en el aprendizaje no supervisado, por lo general se
realiza una categorizacion difusa a partir de los datos o grupos que obtenemos después de realizar
un andlisis clister a nuestros documentos (Porras, J. C.C. 2008). El analisis cluster o clustering
en mineria de texto consiste en agrupar nuestros documentos no etiquetados del corpus en grupos
que poseen caracteristicas similares denominados clusteres.

El algoritmo utilizado mas simple y computacionalmente eficiente para resolver el
problema de agrupamiento que se presenta en el analisis clister es el algoritmo de k-medias
propuesto por el matematico y estadistico estadounidense Stuart Lloyd en el afio 1957. Este
algoritmo clasificara nuestros datos en K grupos, los cuales tendran K centroides representados
el centro de cada grupo.

A S
A A
A A A A A A
A A A A A A
A — A
Weight [ J A A Weight @ ) A A
g A L A
[ ] ) o A Adults “c‘ ® o ® A Cluster 2
| \ w/ Adult
[ ) o “ Characteristics
o} o
e} O ® Children ® ® °® Clus(e.r 1
w/ Child
Characteristics
> >
Height Height

Iustracion 6. Diferencia entre clasificacion y clustering.
Fuente: Comunidad Huawei Entrerprise (2022)
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El algoritmo K-medias utiliza habitualmente la distancia cuadratica, se caracteriza
principalmente por ser un algoritmo de carcter iterativo, es decir, su funcionamiento se basa en
colocar aleatoriamente cada centroide en el espacio vectorial y calcula la distancia entre los
centroides y los puntos cercanos, consiguiendo asi que el centroide se mueva al centro de cada
punto mas cercano. Se realizan estos pasos iterativamente hasta que la posicion de los grupos ya
no cambia mas. El algoritmo K-medias minimiza las distancias cuadraticas de cada documento al
centroide de su cluster, minimizando la siguiente funcion objetivo (f):

Ecuacion 8. Férmula para calcular el algoritmo K-medias.

f= Sk X ™ = s

Donde kp,es el numero de cluster, d; representa el nimero de documentos, x,, el nimero de casos y sy, el
centroide del cluster m.

La légica difusa nos permite obtener conclusiones a partir de informacion cualitativa
imprecisa, ambigua o incompleta definiéndose en grados variables de pertenencia a las clases. Lo
que diferencia a la logica difusa de los otros problemas de clasificacion es que, en este caso, un
documento d; pertenece a una clase ¢; con un grado de veracidad entre 0 y 1 (Pérez Pueyo, R.
2005). Esta medida se denomina grado de pertenencia (0) y significa que documento puede no ser
unicamente un ejemplo verdadero de ¢i si @ (d;, ¢;) = 1 o un ejemplo negativo de ¢; cuando @ (d,
¢i) = -1, si no que puede ser también difuso cuando sea igual a un valor intermedio. Por ejemplo,
si queremos realizar una clasificacion de la temperatura donde el calor toma el valor de 1 y el frio
toma el valor de -1 diremos que:

- Si hay 40 °C hace calor con valor de 1.
- Si hay 30 °C hace calor con valor 0,5.
- Si hay 0 °C grados hace calor con valor 0,1.

Es por esto, por lo que la clasificacion difusa nos permite describir aspectos semanticos,
permitiendo la clasificacion multiple mediante el grado de pertenencia del documento a cada
clase. El criterio mas utilizado para esta clasificacion es el célculo del indice TF-IDF (Term
frequency — Inverse document frequency) de Salton, G. & Buckley, C. (1989), esta es una medida
numérica que expresa la relevancia de un documento dentro de una coleccion.
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8.1.5. EJEMPLO DE CLASIFICACION BINARIA — Peliculas Romanticas / No romanticas.

El objetivo es realizar una clasificacion binaria a partir del corpus preprocesado obtenido
en el apartado 5.5. El codigo empleado para la elaboracion de este ejemplo practico esta recogido
en el Anexo IIl. Para esta clasificacion, asignaremos la etiqueta 1 a aquellas resefias que
contengan una critica a peliculas de género romantico y la etiqueta 0, en el caso de que el género
de la pelicula sea otro. Para etiquetar el corpus utilizaremos el siguiente listado de palabras:

“love”, “affection”, ‘“amorous”, “passion”, “tender”, “girlfriend”,
“boyfriend”, “sentimental”, “sensual”, “sweetheart”, “heart”.

Debemos de tener precaucion con la palabra “love” puesto que, en funcion de su contexto, puede
generar ambigiiedad en la clasificacion.

Comenzamos importado las bibliotecas necesarias: “numpy”, “sklearn” y “tabulate” y
“matplotlib” asi como varios modulos especificos de estas bibliotecas. Una vez importados todos
los recursos necesarios, definimos las etiquetas, convertimos el corpus preprocesado en una
matriz de caracteristicas y posteriormente dividimos el conjunto de datos en: datos de
entrenamiento (500) y datos de prueba (500).

Tras esto, realizaremos la prediccion del conjunto de prueba mediante SVM.
Comenzamos buscando los mejores hiperparametros mediante validacion cruzada considerando
los diferentes tipos de kernel: “linear”, “rbf”, “poly” y “sigmoid” junto con los valores de “C “y
“gamma”. Como resultado obtenemos los valores optimos para los parametros que constituiran
el mejor modelo de clasificacion SVM:

“C” — 0,5, “gamma” — 0,1 y “kernel” — “linear”.
Por ultimo, se imprime el informe de clasificacion, el cual, nos brinda métricas como la

precision, recall, puntuacion F1 poder evaluar cada una de las clases individualmente y el modelo
de forma general.

Precision Recall Fl-score Support

Género Roméntico (1) 0.88 0.60 0.71 189
Género No Roméntico (0) 0.80 0.95 0.87 311
Accuracy 0.82 500
Macro Avg 0.84 0.77 0.79 500
Weighted Avg 0.83 0.82 0.81 500

Ilustracién 7. Informe de clasificacién.
Fuente: Elaboracion propia.

El modelo presenta unos buenos resultados generales con 189 documentos clasificados
en la clase de genero romantico y 311 documentos en la clase de genero no romantico, con una
precision ponderada del 82%. La clase de género romantico presenta una precision del 0.88, lo
que indica que el 88% de las clasificaciones positivas son clasificadas de forma correcta, el recall
indica que se han identificado de forma correcta el 60% de los documentos de genero romantico

y por ultimo el F1-score muestra un buen equilibrio entre la precision y el recall, exactamente de
0.71.
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En el caso de la clase de género no romantico, obtenemos unos resultados mas favorables.
La precision es de 0.80, por lo tanto, el 80% de las clasificaciones negativas son correctas, en este
caso, el recall muestra que se han identificado correctamente un 95% de los documentos y un
equilibrio entre estas métricas razonablemente mejor que para la clase positiva, de 0.87.

Para una evaluacion mas completa de nuestra clasificacion se ha calculado la Curva de
ROC a la cual, se ha agregado una linea diagonal que representa la clasificacion aleatoria:

Curva ROC

Tasa de Verdaderos Positivos

ne —— Curva ROC (AUC = 0.87)

T

T ]
0.0 0.2 0.4 0.6 0.8 1.0
Tasa de Falsos Positivos

Iustracion 8. Representacion de la curva de ROC.
Fuente: Elaboracion propia.

Se ha calculado el umbral 6ptimo, es decir, la frontera que delimita la clasificacion
positiva y la negativa obteniendo un valor de — 0.2903. Aquellos documentos que superen este
umbral seran clasificados como romanticos, mientras que aquellos que no lo superen seran
clasificados como no romanticos.

En cuanto a la interpretacion de la curva de ROC, obtenemos un AUC de 0.86. Esto nos
indica un buen rendimiento del modelo segin Fawcett, T. (2006), pero mejorable. En términos de
interpretacion, la curva de ROC muestra una tendencia favorable, aproximandose al limite
superior izquierdo (alta tasa de verdaderos positivos — baja tasa de falsos positivos) en muchos
puntos de la curva, por lo tanto, podemos concluir que el modelo es capaz de distinguir entre la
clase positiva y la negativa en un porcentaje significativo de documentos.

8.2. ELABORACION DE RESUMENES.

Reunir todos los datos disponibles y resumirlos es una tarea tediosa, por esto, han surgido
aplicaciones o A capaces de generar restimenes automaticamente. Estas aplicaciones tienen como
objetivo principal descubrir patrones y relaciones intrinsecas con un enfoque lingiiistico y
semantico para conseguir elaborar un resumen que contenga los aspectos relevantes del texto y a
su vez sea coherente. Su funcionamiento consiste en condensar el documento en una version mas
corta que ofrezca un resumen claro y conciso, ayudando a realizar las tareas de recuperacion de
archivos de textos largos y ahorrando tiempo (D. Singhal ef al., 2020).
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8.2.1. Resumenes basados en extraccion de contenido.

Si el objetivo de nuestro analisis es obtener una comprension general y rapida de uno o
varios textos de amplia extension, la elaboracion de un resumen mediante la extraccion de
contenido es una buena opcion. Esta técnica se fundamenta en identificar las frases y palabras
claves que son capaces de transmitir la esencia del contenido. El proceso de extraccion se lleva a
cabo mediante algoritmos de lenguaje automatico y el analisis del lenguaje natural.

Es importante tener en cuenta que estas técnicas se basan en la extraccion de
subconjuntos, por lo tanto, ignoran la estructura del discurso subyacente en el documento. Para
poder generar un resumen coherente es importante el analisis del lenguaje natural y la estructura,
la cual, determina las relaciones entre las unidades textuales y su relevancia. Segun Hirao, T. et
al., (2015) esta estructura puede representarse como un arbol cuyas aristas representan la relacion
de dependencia entre unidades textuales (cabeza — modificador o padre — hijo) y su profundidad
de nodo representa la visibilidad de las unidades textuales.

El lingtiista francés Lucien Tesnicre fue pionero al utilizar un arbol de dependencias para
analizar la estructura sintactica de una oracion en 1969. Tesnicre propuso el primer modelo de
analisis sintactico inicialmente denominado “stemma”, actualmente conocido como “gramatica
de dependencia” en su libro “Eléments de syntaxe structurale”. Donde representaba las relaciones
sintacticas entre palabras en una oracion mediante un arbol de dependencias.

0
/\
SN FV
FV
FN
Det N \Y Adj Y, N

tantae molis erat Romanam condere gentem

Tlustracion 9. Arbol de dependencias.
Fuente: “Eléments de syntaxe structurale” - Luciene Tesniére

En cuanto a los algoritmos de lenguaje automatico mas frecuentes, se ha definido la Tabla
4. donde se detalla brevemente su funcionamiento:

Extraccién Extraccién de Extraccién Extraccién de
de frases oraciones de parrafos términos clave
) Dividir el tc?(lo en ) Dividir el lc‘.(to cn Técnicas de Preprocesamiento
1" Fase frases (.'l.'okemzauén) frases (.'Il'okcmzauén) segmentacion de del texto y
ullllzzmdlo la utlllzzmdf) la pérrafos tokenizacién
puntuacion puntuacion
2 Fase Andlisis y etiquetas  Agregar los tokens a  Agregar cada parrafo a  Calcular TF - IDF y
- sintdcticas una oracion temporal una lista andlisis semdntico
. Seleccionar las
3*Fase Seaiaiiee c', peso de 1_\lma<,enar . . Validar los parrafos  palabras / Frases clave
cada frase oraciones en una lista
©On mayor peso
Utilizar técnicas di
Seleccionar las frases  Elegir las oraciones  Almacenar los parrafos tizar feenicas de
4"Fase . . . ML para generar el
con mayor peso mas adecuadas vilidos para su andlisis
resumen
RESUMEN

Tabla 4. Algoritmos para la elaboracion de resiimenes mediante la extraccion de contenidos.
Fuente: Elaboracion propia.
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8.2.2. Resumenes basados en abstraccion de contenido.

Si nuestro objetivo es elaborar un resumen completamente nuevo, similar al que podria
elaborar una persona, generando nuevas frases capaces de resumir de forma eficiente y coherente
las ideas principales del texto, necesitamos utilizar técnicas de procesamiento del lenguaje natural.
Para generar un resumen basado en la abstraccion es necesario identificar las ideas principales y
las relaciones existentes entre ellas para sintetizar un resumen conciso y coherente que capture la
esencia original. La calidad final del resumen depende en gran medida de escoger un algoritmo
que pueda comprender y sintetizar de manera precisa el contenido del texto original.

Uno de los modelos que nos encontramos es el modelo Secuencia a Secuencia (Seq2Seq)
utilizado por Google en 2016 con mucho éxito en tareas de traduccion (google translate), resumen
de texto y subtitulos de videos. Este modelo se basa en redes neuronales recurrentes. Este
algoritmo se pre-entrena con grandes cantidades de texto sin etiquetar mediante tareas de auto-
regresion en las que se le presenta un fragmento de texto y se entrena para predecir la siguiente
palabra, es decir, predecir una secuencia X a partir de una secuencia Z (Phuong, M & Hutter, M
2022).

Encoder

J0JOB/\, J8podu3

Decoder

Hustracion 10. Arquitectura interna del modelo Seq2Seq
Fuente: “Analisis del estado del arte de la generacion de texto con redes neuronales mediante modelos de
Transformer” - Gozalo, J. S. (2020).

Uno de los modelos mas polémicos actualmente es el modelo Generative Pre-Trained
Transformer o més conocido como GPT (modelo base de la aplicacion ChatGPT introducida por
OpenlA en 2019) que ha destacado por su capacidad para generar resimenes / texto de forma
coherente y de alta calidad. Este modelo del lenguaje se basa en la arquitectura Transformer, la
cual se diferencia del resto, por el uso de capas de atencion en lugar de redes neuronales
recurrentes. Lopez-Brea, D. R. (2022) explica su funcionamiento del siguiente modo:

- Mecanismo de atencion: Permite capturar las relaciones de dependencia entre las
palabras. Se calcula mediante tres matrices de pesos: consultas (queries), claves
(keys) y valores (values).

- Capas de atencion multiples y cabezas de atencion: Trabajan de forma conjunta
para captar dependencias relaciones entre las palabras. Cada capa de atencion no
se basa en una sola funcion de atencion, si no, en multiples funciones de atencion
paralelas denominadas “cabezas”.

- Codificador y decodificador: El codificador (encoder) es utilizado para leer y

comprender la entrada (input) y el decodificador (decoder) es utilizado para
generar las salidas (output), un output por input introducido.
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8.3. MINERIA DE OPINIONES / ANALISIS DE SENTIMIENTOS.

El analisis de sentimientos es el estudio de los sentimientos de las personas, opiniones o
emociones en determinados textos, esto también se conoce como mineria de opiniones. El analisis
de sentimientos se ocupa de la deteccion y clasificacion automatica de opiniones expresadas en
textos escritos en lenguaje natural (Wiegand, M. et al., 2010). Para los consumidores y
empresarios, conocer las opiniones acerca de sus productos es de gran utilidad. El andlisis de
sentimientos ha sido objeto de una activa investigacion con estudios y publicaciones académicas
que se remontan a los afios 60-70. El objetivo principal de este analisis es extraer automaticamente
las opiniones relacionadas con el contenido de interés generadas por los usuarios.

Liu, B. (2012) establece tres categorizaciones generales para la mineria de sentimientos:
A nivel de documento, a nivel de oracion y a nivel de concepto. Ademas de la categorizacion,
Liu, B. (2012) indica que las tareas a nivel documento se definen como un problema de
clasificacion en el que, en primer lugar, el documento se debe definir como documento objetivo
o subjetivo para después poder aplicar el andlisis de sentimientos sobre los documentos subjetivos
clasificandolos como: positivos, negativos o neutros. En el nivel de frase y el nivel de concepto,
cada frase / concepto se consideran una entidad y a través del método suma se calcula el resultado
global del documento.

8.3.1. Sentimiento construido por herramientas de machine learning.

A lo largo de la historia se han desarrollado numerosos métodos de clasificacion de
emociones. Sin embargo, una de las herramientas mas utilizadas es la rueda de las emociones de
Plutchik R. (1980). Esta rueda permite a los investigadores identificar las emociones primarias y
secundarias presentes en los textos. Se presentan ocho emociones primarias: alegria, tristeza, ira,
miedo, disgusto, sorpresa, anticipacion y confianza. Cada una de ellas ostenta su opuesto y, al
combinarse, dan lugar a emociones secundarias como el amor, la culpabilidad, la envidia, el
orgullo, la vergiienza y la preocupacion, tal como se detalla en la llustracion 10.

optimismo

Ilustracion 11. Rueda de las emociones de Plutchik.
Fuente: Plutchik R. (1980).
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Por otro lado, encontramos el anélisis de polaridad, el cual consiste en identificar las
frases o palabras que expresan emociones u opiniones y se clasifican seglin su polaridad: positiva,
negativa o neutra (Murillo, E. C. & Leoni, J. A. 2016). Existen diversas técnicas para realizar el
analisis de polaridad, y una de las mas utilizadas es el analisis de diccionario (analisis 1éxico).
Este método implica la creacion de diccionarios de palabras positivas y negativas, las cuales se
utilizan para identificar la polaridad del texto. A cada palabra del diccionario se le asigna una
puntuacion de polaridad (positiva, negativa o neutra), y estas puntuaciones se utilizan para
calcular la polaridad general del texto mediante una formula especifica:

Ecuaciéon 9. Formula para el calculo de la polaridad.

Y PP — Y PN

Polaridad =
ONTAat = S bp LY PN + 3. PO

Donde PP se refiere a las puntuaciones de palabras positivas, PN hace referencia a las puntuaciones de
palabras negativas y PO se refiere a las puntuaciones de palabras neutrales.

8.3.2. Algoritmo de redes neuronales — Perceptron multicapa

Las redes neuronales artificiales (RNA) son un modelo que se inspira en el funcionamiento
del cerebro humano. Se componen de un conjunto de nodos conectados donde cada neurona
(nodo), realiza una operacion matematica en los datos de entrada y produce una salida que se
transmite a las neuronas de la siguiente capa (Guan, S. 2023). Una de las funciones de las redes
neuronales artificiales es aprender patrones con los datos de entrenamiento y clasificar los textos
en funcion de su polaridad.

El perceptron simple, es un modelo capaz de resolver exclusivamente problemas lineales.
Rumelhart, D. E. et al., (1986) demostraron que aumentando el nivel de capas del perceptron y
propagando los errores hacia las capas ocultas el perceptron es capaz de trabajar con multiples
capas y funciones de activacion no lineales.

Segtin Mishra, K. M. & Huhtala, K. J. (2019) el perceptron multicapa (MLP) es una RNA en
la que todas las neuronas son capaces de reaccionarse entre si, incluyendo las capas ocultas. La
estructura del MLP contiene las siguientes capas:

Perceptron

(@) 1 if Swe+b>0 L’ Salld
z 0 if Ywr4+b<0 L)

Ilustracién 12. Iustracion de un perceptron red neuronal.
Fuente: José Mariano Alvarez (2018)
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- Capa de entrada. Esta capa recibe los datos de entrada, cada palabra del texto se puede
representar como un vector numérico mediante distintas técnicas como la TF-IDF.

- Capas ocultas. Estas capas procesan la informacion de entrada generando una
representacion numérica de la polaridad del texto.

- Capa de salida. En esta capa se genera el modelo, en nuestro caso, la polaridad del texto.

Durante el entrenamiento de la RNA, se ajustan los pesos y las funciones de activacion con el
objetivo de minimizar el error entre la salida producida por la red y la salida deseada. Tras el
entrenamiento, la RNA puede usarse para realizar predicciones acerca de nuevos datos de entrada.
En cuanto a la funcion de activacion, se aplica a la salida de cada neurona para determinar si esta
debe activarse o no. La eleccion de la funcion de activacion depende del problema al que se
enfrente el investigador. Calvo, D. (2018) explica detalladamente el funcionamiento de la funcion
de activacion y el funcionamiento de las mas comunes: sigmoide, ReLU y tangente hiperbolica.
Representadas matematicamente del siguiente modo:

Ecuacion 10. Funcion Sigmoide.

f(x)=m

La funcion sigmoide devuelve un valor entre 0 y 1.

Ecuacion 11. Funcion ReL.U.

f(x) = max(0, x)
La funcion ReLU devuelve un valor cualquiera si es positivo y el valor 0 si es negativo.
Ecuacién 12. Funcién tangente hiperbélica.

e* — e

f&x) =

e* + (=0

Por tltimo, la funcion tangente hiperbdlica devuelve un valor entre -1 y 1.

8.3.3. Sentimiento construido por medio de diccionarios lexicograficos - SentiWordNet

El sentimiento construido por diccionarios lexicograficos pretende determinar la polaridad de
un texto en funcidon de la presencia y frecuencia de palabras positivas y negativas recogidas
previamente en un diccionario. Este diccionario debe de recoger un listado de palabras con una
polaridad ya asignada, esta polaridad generalmente oscila entre los valores -1 y 1 (donde los
valores negativos se asignan a polaridades negativas y los positivos a polaridades positivas, siendo
0 el valor que indica una polaridad neutra). Para determinar la polaridad final del texto el
procedimiento es sencillo, en primer lugar, sumar los valores de polaridad obtenidos y tras esto,
se divide esta suma entre la cantidad total de palabras del texto. Si obtenemos un valor positivo,
la polaridad del texto sera positiva, en caso contrario tendremos una polaridad negativa.

En este TFM, nos centraremos en uno de los diccionarios 1éxicos de polaridad mas utilizados:

SentiwordNet. La primera version de este diccionario se lanzo en el afio 2006 por Esuli, A. &
Sebastiani, F. como un recurso 1éxico a disposicion de todo el publico para fines de investigacion.
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En la actualidad SentiWordNet 3.0 de Pang & Lee (2008) mejora el disefio del 1.0, y esta
concebido explicitamente para dar soporte a aplicaciones de clasificacion de sentimientos y
mineria de opiniones. SentiwordNet es una base de datos que contiene palabras con su polaridad,
manejando las palabras de negacion como “no”, “nunca” etc., las cuales afectan a la polaridad de
las frases. Baccianella, S. et al., (2010) explica el funcionamiento de este diccionario mediante

cuatro pasos:

- Expansion del conjunto “semilla”. La unidad basica de WordNet son los synsets
(conjuntos de sindbnimos), estos representan un concepto de forma Iéxica y estan formados
por siete términos que otorgan una polaridad especifica. (Vazquez, Y. G. 2012). Existen
dos pequeiios conjuntos “semilla”. Uno de los conjuntos contiene todos los synsets con
términos “paradigmaticamente positivos” y el otro contiene en todos los synsets con
términos “paradigmaticamente negativos” (Turney, P. D., & Littman, M. L. 2003). Estos
conjuntos se expanden automaticamente, recorriendo una serie de relaciones binarias de
WordNet, las cuales, pueden mantener o invertir las propiedades positivas y negativas.

- Entrenamiento del clasificador. Durante este paso, los dos conjuntos generados
anteriormente se unen a otro conjunto de sindénimos (objetivo) para entrenar un
clasificador.

- Clasificacion de sinénimos. Todos los synsets de WORDNET se clasifican en “positivo”,
“negativo” u “objetivo” con el clasificador generado en el paso 2.

- Combinacion del clasificador. Para que la clasificacion sea mas precisa (como explican
en detalle Esuli, A. & Sebastiani, F. 2006), es mas eficiente generar varios clasificadores
con diferentes parametros, los cuales se combinan en este paso para obtener los resultados
de clasificacion finales.

8.3.4. EIEMPLO 1. ANALISIS DE SENTIMIENTOS — Asignacion automatica de polaridad

A modo de demostracion de la asignacion de polaridad automatica de Python, se ha
etiquetado el corpus preprocesado (processed_corpus []) utilizando el modulo
“SentimentIntensity Analizer” de la biblioteca “nltk”. Este modulo, asigna una puntuacioén a cada
uno de los documentos y en base a esto, les otorga una polaridad negativa si la puntuacion es
menor de - 0,05, positiva si es mayor de 0,05 y neutra si se encuentra entre -0,05 y 0,05. El codigo
empleado esta disponible en el Anexo IV.

Tabla 5. Resultados de la asignacion de polaridad con la biblioteca NLTK.
Fuente: Elaboracion propia.

Etiqueta N°® Documentos
Positivo 688
Negativo 307
Neutro 4
N°® Total de documentos 1000

Al contrastar los resultados de la asignacion de polaridad automatica con las polaridades
previamente conocidas, observamos que “SentimentlntensityAnalizer” genera 192
clasificaciones erroneas. En otras palabras, aproximadamente al 80,8% de los documentos se les
ha otorgado una polaridad correcta, pero existe un rango de error de aproximadamente un 19,2%.
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8.3.5. EJEMPLO 2. ANALSIS DE SENTIEMINTOS — Redes neuronales — Perceptron.

El codigo empleado para el anlisis de sentimientos esta disponible en el Anexo V. Antes
de comenzar el andlisis de sentimientos generamos un array denominado
processed_corpus_with_polarity[] el cual, contiene el corpus preprocesado y etiquetado segun
su polaridad conocida:

Tabla 6. Resultados de la asignaciéon de polaridades conocidas.
Fuente: Elaboracion propia.

Etiqueta N°® Documentos
Positivo 500
Negativo 500

N® Total de documentos 1000

Una vez asignadas las polaridades, procedemos con el analisis de sentimientos utilizando
las bibliotecas “sklearn”, “random” y “seaborn” y diversos modulos de la biblioteca “sklearn”
como “MLPClassifier” o “Perceptron”. Una vez importadas las bibliotecas, dividimos nuestro
corpus en caracteristicas (X) e (Y) en funcion de su polaridad y creamos los conjuntos de
entrenamiento (400) y prueba (600). Tras esto, entrenamos nuestro modelo perceptron y

realizamos las predicciones.

Para interpretar los resultados, imprimimos el informe de clasificacion que nos presenta
la precision, el Recall y el F-1 Score:

Tabla 7. Informe de clasificacion.
Fuente: Elaboracion propia.

Precision Recall Fl-score Support

Negativa 0.80 0.74 0.77 314
Positiva 0.73 0.80 0.76 286
Accuracy 0.77 600
Macro Avg 0.77 0.77 0.76 600
Weighted Avg 0.77 0.77 0.77 600

Nuestro modelo perceptron presenta buenos resultados globales, 314 de los documentos
han sido clasificados como documentos negativos, mientras 286 han sido clasificados como
positivos con una precision general del 77%. El modelo es capaz de clasificar de forma correcta
el 80% de los documentos negativos y el 73% de los documentos positivos con un equilibrio del
77%.

Tras una primera interpretacion de los resultados del modelo, calculamos la matriz de

confusion con el moédulo de “sklearn.metrics” y la presentamos en forma de grafico, obteniendo
los siguientes resultados:
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Negativa

Etiqueta verdadera

Positiva

Negativa Positiva
Prediccién

Tustracion 13. Matriz de confusién.
Fuente: Elaboracion propia.

Observamos que se han clasificado de forma correcta la mayoria de los documentos
negativos (TN =231) y de los documentos positivos (TP = 228). En cuanto a los falsos positivos,
los documentos que en realidad son “negativos” pero han sido clasificados como “positivos”
encontramos una cifra significativa (FP = 83). En cambio, los falsos negativos, aquellos
documentos “positivos” que se han clasificado como “negativos” la cantidad disminuye (FN =
58).
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9. IMPLICACIONES ETICAS Y DE PRIVACIDAD.

Establecer un codigo ético en todos los campos de investigacion es necesario. En el campo
de la inteligencia artificial, muchos investigadores son capaces de describir la conducta de un
individuo basandose exclusivamente en sus registros digitales, lo cual, en ciertas ocasiones puede
dar lugar a una discriminacion. Para explicarlo mejor, pondremos un ejemplo a través de un
estudio de Car Vertical descrito por Lois, A. (2022). En este estudio se han utilizado
aproximadamente 10.000 informes obtenidos de sus propios mercados europeos durante el
periodo de mayo 2002 a mayo 2022. La principal conclusion obtenida es que los individuos que
tienen un coche rojo son mas propensos a sufrir accidentes que, aquellos individuos que tienen
un coche de otro color. Estos resultados pueden modificar (de hecho, ya los modifican, basandose
en este y otros estudios) los precios prestados por las aseguradoras a los vehiculos de color rojo.
Desde un punto de vista ético, esto no seria totalmente correcto, puesto que esta generalizacion
ha perjudicado a aquellos individuos que tienen un coche rojo y no han tenido ningun accidente.

Para evitar este tipo de generalizaciones, los investigadores necesitan garantizar que los datos
recolectados y utilizados se basan y cumplen las normas aplicables, evitando sesgos y
discriminacion. Estos sesgos pueden surgir, por ejemplo, debido a la falta de representatividad de
la muestra, provocada por una exclusion de ciertos grupos o la presencia de variables confusas
(Crawford, K. 2013). Otro de los puntos que se deben de tener en cuenta, es la interpretabilidad
de los modelos y algoritmos utilizados, proporcionando una explicacion clara de los métodos,
criterios de seleccion de caracteristicas, parametros y limitaciones del modelo con el fin de evitar
consecuencias negativas en la sociedad (O'Neil, C. 2016).

Por otro lado, encontramos uno de los aspectos mas criticos de la mineria de texto y datos: la
privacidad de los datos personales. Al realizar un analisis de investigacion es frecuente
encontrarse con informacion sensible que afecta a la privacidad de los usuarios y propietarios de
estos datos. La privacidad puede definirse como el derecho de un individuo a controlar la
divulgacion y el uso de su informacion personal (Westin, A. F. 1967). En cuanto a los datos
personales, por otro lado, se refieren a cualquier informacion relacionada con una persona
identificada o identificable: el nombre, la direccion, el nimero de teléfono, las preferencias de
compra, los datos biométricos, etc. (European Parlament and Council, 2016). La Directiva
95/96/CE del Parlamento Europeo y del Consejo y la Ley Organica 15/1999 de proteccion de
datos de caracter personal establece que cualquier individuo es titular de los datos que le afectan
personalmente.

Actualmente esta recopilacion de informacion (incluyendo los datos personales) se realiza de
un modo “silencioso” y muchos de los usuarios no conocen la gran cantidad de informacion que
generan y los peligros que pueden causar (Garriga-Dominguez, A. 2009). Es decir, todas las
compras que realizamos electronica o presencialmente, llamadas telefonicas, consultas de
internet, etc., quedan registradas y permiten a la empresa u otros usuarios hacer uso de ellos si el
titular no indica lo contrario.

Para evitar comprometer estos datos personales y vulnerar la privacidad de los usuarios, es
esencial cumplir con las normas de proteccion de datos aplicables. En nuestro caso, el reglamento
General de Proteccion de Datos (GDPR). Ademas de este reglamento la Comision europea ha
presentado la iniciativa de IA ética, que busca desarrollar un marco legal para la IA y el ML
(European Commission, 2021). Nosotros como investigadores, debemos asegurar la
anonimizacion de estos datos eliminando o enmascarando toda informacion sensible que pueda
identificar a los individuos / entidades involucradas. Si no fuera posible, utilizaremos enfoques
de agregacion de datos y técnicas de preservacion de la privacidad como el aprendizaje federado
y la privacidad diferencial (Kairouz, P. ef al., 2021).
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10. CONCLUSIONES.

El presente Trabajo de Fin de Master tiene como objetivo explorar el espectro de aplicaciones
de la mineria de texto. Especificamente se centra en areas como la clasificacion binaria, multiple,
multi-clase y difusa, asi como en la generacion automatica de resumenes y analisis de
sentimientos u opiniones. Ademas de esto, se abordan las etapas precedentes a estas aplicaciones
como son el preprocesamiento, vectorizacion o modelado y la representacion o visualizacion de
datos de texto. Este TFM pretende presentar los procedimientos y ejemplos con un nivel de detalle
riguroso, pero a su vez de un modo sencillo de entender para aquellos lectores que sean nuevos
en la materia, se pretende facilitar la comprension de las metodologias y ejemplos desarrollados.

En cuanto a la aplicacion de la mineria de texto en el ambito empresarial, en el contexto de
clasificacion, las empresas son capaces de gestionar y organizar de forma eficiente los contenidos
de sus bases de datos y paginas web. Mediante la elaboracion de restimenes, se pueden resumir
grandes volumenes de informacion para una mejor toma de decisiones. Por ultimo, el analisis de
sentimientos permite comprender la percepcion de los consumidores acerca de su producto y
gjercer un control preciso sobre la reputacion de su marca.

- Conclusiones especificas sobre los resultados practicos del TFM:

En cuanto al lenguaje de programacion utilizado en los ejemplos practicos, cabe destacar que
Python es una herramienta sumamente eficaz y versatil para el andlisis de datos de texto. Cuenta
con una amplia variedad de bibliotecas y modulos especializados para este objetivo como: NLTK,
spaCy o Sickit-learn. Aunque el lenguaje Python resulta sumamente eficaz para desempefiar estas
tareas, existen otros lenguajes igualmente aptos como R, RapidMiner, Weka, o Matlab. La
eleccion de uno u otro dependera del investigador y los objetivos de la investigacion.

En la parte del preprocesamiento el objetivo principal ha sido mostrar de la forma mas
completa posible las técnicas de preprocesado de textos. Los resultados obtenidos han sido
satisfactorios, si bien es cierto que, se observa una carencia de estructura semantica. Una de las
recomendaciones usuales para solventar este tipo de carencias es realizar una correccion
ortografica inicial de la muestra. Por otro lado, se podia haber considerado una eliminacion de los
nimeros (tanto numéricos como escritos) puesto que para nuestros analisis posteriores carecen de
relevancia. Finalmente, en el ambito del analisis de sentimientos, se podria considerar el manejo
de las negaciones. Estas tienen la capacidad de invertir el sentido de una oracién y pueden
provocar problemas a la hora de interpretarlas.

En relacion con los resultados obtenidos en la tarea de clasificacion, el modelo SVM presenta
una buena capacidad para diferenciar entre clases en un nimero significativo de los documentos
analizados. No obstante, estos resultados estan lejos de ser impecables, es por esto por lo que se
considera que la ambigiiedad inherente a la palabra “love” influye en el sesgo de los resultados
obtenidos. Cabe destacar que, se ha recogido un recall significativamente bajo en la clase positiva
(genero romantico), lo cual significa que los documentos pertenecientes a esta clase no estan
siendo identificados de forma precisa, quizas se deba al excesivo preprocesamiento, que provoca
una limitacion en el modelo para capturar las caracteristicas del género romantico o simplemente
el algoritmo utilizado no era el mas adecuado.

Por otro lado, el analisis de sentimientos presenta unos resultados satisfactorios, a pesar de
que incluye errores significativos en la clasificacion. Tanto en la clasificacion como en el analisis
de sentimientos es posible obtener unos mejores resultados al emplear algoritmos alternativos, los
algoritmos utilizados en este TFM se han empleado con un enfoque demostrativo, pero existe una
amplia gama de algoritmos disponibles.
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La restriccion de recursos computacionales ha influido tanto en la eleccion de estos
algoritmos como en la reduccion de la muestra analizada a 1.000 documentos. En una perspectiva
alternativa donde se pudiera disponer de la muestra completa (50.000 documentos) los resultados
obtenidos hubieran tenido un alcance y precisiéon mayor.

- Conclusiones generales acerca de la mineria de texto y nuevos desafios:

La mineria de texto, a pesar de sus notables avances en los tltimos afios, se enfrenta aun a un
numero considerable de desafios y limitaciones. A continuacion, examinaremos algunos de los
ambitos de investigacion que confrontan estos desafios.

En numerosas ocasiones, nos encontramos con datos de texto que se caracterizan por su
ambigiiedad. En este sentido, seria interesante investigar el desarrollo de métodos y técnicas
especificas que sean capaces de abordar es desafio. Ademas de investigar en técnicas de
preprocesamiento de datos que sean sensibles a estas caracteristicas.

Otra de las limitaciones de la mineria de texto con la que nos encontramos es la diversidad
lingiiistica presente en los textos. Ser capaces de interpretar un corpus que contenga documentos
redactados en diferentes idiomas es una tarea compleja y costosa. Un ambito de investigacion
emergente y de relevancia es el andlisis del texto multilingiie, en el que, se busca aplicar las
técnicas de mineria de texto mediante un enfoque global, considerando un conjunto de
documentos de diversas lenguas.

Por otra parte, otro de los desafios que presenta la mineria de texto es la adaptacion de las
técnicas para el andlisis de los datos multimedia. En numerosas ocasiones nos encontramos textos
presentes en otros tipos de datos como imagenes o videos. Una linea de investigacion interesante
consistiria en la extraccion y andlisis de los componentes textuales inherentes a estos formatos
multimedia.

En ultimo lugar, pero no menos relevante, encontramos el ambito de la ética y la privacidad
en el contexto de la mineria de texto. Investigaciones dedicadas al desarrollo de técnicas de
anonimizacion de datos y la implementacion de practicas éticas en la recoleccion,
almacenamiento y uso de la informacioén son otro de los ambitos interesantes de estudio.
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ANEXOI:

#PREPROCESAMIENTO:

#Importar las bibliotecas necesarias:

import ssl

ssl. create_default https context = ssl. create_unverified context
import os

import nltk

import re

import html

import spacy

from nltk.corpus import PlaintextCorpusReader
from nltk.tokenize import word_ tokenize

from nltk.stem import WordNetLemmatizer

from nltk.corpus import stopwords

from nltk.corpus import wordnet

# Descargar recursos adicionales de NLTK:
nltk.download('punkt')
nltk.download('wordnet")
nltk.download('stopwords")
nltk.download('averaged perceptron_tagger')

#Direccion del corpus:
base path
'/Users/andrearodriguezgutierrez/Desktop/movie/test/analizar’
# Mapeo de etiquetas POS de TreeBank a etiquetas POS de WordNet:
def get wordnet pos(token):

tag = nltk.pos tag([token])[@][1][@].upper()

tag dict = {

"J": wordnet.ADJ,

N": wordnet.NOUN,
"V": wordnet.VERB,
"R": wordnet.ADV

}
return tag dict.get(tag, wordnet.NOUN)

# Reemplazar multiples caracteres repetidos por uno solo
def unify nomenclature(token):

token = re.sub(r'(.)\1+', r'\1\1', token)

return token

# Definir reemplazos de nomenclatura:
def unify nomenclature(token):
replacements = {

"movie": "film",

"movies": "films",
"actor": "performer",
"actress": "performer",
"actors": "performers",
"actresses": "performers",
"television": "TV",
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"series": "show",

"episode": "show",

"episodes": "shows",

"director": "filmmaker",
"directors": "filmmakers",
"screenplay": "script",
"cinema": "film",

"theater": "theatre",

"plot": "story",

"soundtrack": "music",

"directed by": "directed",
"awesome": "amazing",

"awful": "terrible",
"unforgettable": "memorable",
"don't like": "dislike",

"can't stand": "hate",

"not good": "bad",

"didn't enjoy": "disappointing",
"disappointed with": "unhappy with",
"terrible experience": "awful",
"poorly made": "low-quality",
"waste of time": "disastrous",
"disgusting": "repulsive",
"pathetic": "pitiful",

"regret watching": "lamentable",
"lousy": "mediocre",

}

return replacements.get(token.lower(), token)
#Definir la funcidén de preprocesamiento:
def preprocess_text(text):

# Eliminar formato HTML

text = html.unescape(text)

# Reemplazar simbolos de puntuacidn por espacios

text = re.sub(r'[*\w\s]', ' ', text)

# Reemplazar multiples espacios en blanco por uno solo
text = re.sub(r'\s+', ' ', text)

# Eliminar contracciones

contractions = {

"ain't": "am not",
"aren't": "are not",
"can't": "cannot",
"could've": "could have",
"couldn't": "could not",
"didn't": "did not",
"doesn't": "does not",
"don't": "do not",
"hadn't": "had not",
"hasn't": "has not",
"haven't": "have not",

"he'd": "he had / he would",
"he'll": "he will / he shall",
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"he's": "he is / he has",
"I'd": "I had / I would",
"I'11": "I will / I shall",

IIIlmll: III amll’
"I've": "I have",
"isn't": "is not",

"it'd": "it had / it would",
"it'11l": "it will / it shall",
"it's": "it is / it has",

"let's": "let us",

"mustn't": "must not",

"she'd": "she had / she would",
"she'll": "she will / she shall",
"she's": "she is / she has",
"should've": "should have",
"shouldn't": "should not",
"that's": "that is / that has",
"there's": "there is / there has",
"they'd": "they had / they would",
"they'll": "they will / they shall”,
"they're": "they are",

"they've": "they have",

"we'd": "we had / we would",
"we're": "we are",

"we've": "we have",

"weren't": "were not",

"what'1ll": "what will / what shall",
"what're": "what are",

"what's": "what is / what has",
"what've": "what have",

"where's": "where is / where has",

"who'd": "who had / who would",
"who'1ll": "who will / who shall",

"who're": "who are",
"who's": "who is / who has",
"who've": "who have",
"won't": "will not",
"wouldn't": "would not",

"you'd": "you had / you would",
"you'll": "you will / you shall",

"you're": "you are",
"you've": "you have"
}
text = re.sub(r"\b(" + "|".join(contractions.keys()) + r")\b",

lambda match: contractions[match.group(@)], text)

# Eliminar los br:

text = re.sub(r'<br\s*\/?>', ' ', text)

# Eliminar la palabra "br"

text = re.sub(r'\bbr\b', '', text)

# Eliminar palabras comunes que no aportan valor - Fuera de la lista
“stop words” de NLTK.

common_words = ['in', 'on', 'at', 'and', 'but', 'or', 'for', 'from',
"to', 'with', 'one', "two', 'also', 'ever', 'many ', 'much’,
'still', 'could', 'would', 'even', 'make','lot’']
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text = ' ".join([word for word in text.split() if word.lower() not
in common_words])
# Tokenizar el texto en palabras
tokens = word_tokenize(text)
# Convertir a minusculas
tokens = [token.lower() for token in tokens]
# Inicializar lematizador de WordNet
lemmatizer = WordNetLemmatizer()
# Filtrar palabras no deseadas (stop words)
stop_words = set(stopwords.words('english'))
tokens = [token for token in tokens if token.lower() not in
stop_words]
# Lematizar las palabras y aplicar normalizacién linguistica
normalized tokens = []
for token in tokens:
pos = get wordnet_ pos(token)
lemma = lemmatizer.lemmatize(token, pos=pos)
normalized tokens.append(lemma)
# Unificar la nomenclatura y reducir redundancia
normalized tokens = [unify nomenclature(token) for token in
normalized tokens]
# Devolver el texto preprocesado como una cadena de texto
return ' '.join(normalized tokens)

texto = "If you had asked me how the movie was throughout the film, I
would have told you it was great! However, I left the theatre feeling
unsatisfied. After thinking a little about it, I believe the problem
was the pace of the ending. I feel that the majority of the movie moved
kind of slow, and then the ending developed very fast. So, I would say
the ending left me disappointed.<br /><br />I thought that the
characters were well developed. Costner and Kutcher both portrayed their
roles very well. Yes! Ashton Kutcher can act! Also, the different
relationships between the characters seemed very real. Furthermore,I
thought that the different plot lines were well developed. Overall, it
was a good movie and I would recommend seeing it.<br /><br />In
conclusion: Good Characters, Great Plot, Poorly Written/Edited Ending.
Still, Go See It!!!"™

texto_preprocesado = preprocess_text(texto)
print (texto_preprocesado)

# Procesar los archivos de resefas:
processed _corpus = []

neg folder path = os.path.join(base path, 'neg')
neg files = [file for file in os.listdir(neg folder_path) if
file.endswith('.txt')][:500]

for neg file in neg files:
neg file path = os.path.join(neg folder_path, neg file)
with open(neg file path, 'r', encoding='latinl') as file:
neg text = file.read()
processed _text = preprocess text(neg text)
processed_corpus.append(processed text)
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pos_folder path = os.path.join(base path, 'pos')
pos files = [file for file in os.listdir(pos_folder_path) if
file.endswith('.txt')][:500]

for pos file in pos_files:
pos file path = os.path.join(pos_folder_path, pos file)
with open(pos_file path, 'r', encoding='latinl') as file:
pos_text = file.read()
processed text = preprocess text(pos_text)
processed_corpus.append(processed text)

# Imprimir los primeros 2 documentos preprocesados:
for i in range(2):

print(f"Documento {i+1}: {processed_corpus[i]}")

# Imprimir el total de documentos preprocesados:
print(f"Total de documentos preprocesados: {len(processed corpus)}")
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ANEXO II

#CREAR UN BAG OF WORDS:

#Importar las bibliotecas necesarias:
import matplotlib.pyplot as plt
from collections import Counter
from wordcloud import WordCloud

# Obtener las palabras del corpus preprocesado:

words = []

for document in processed corpus:
words.extend(document.split())

# Contar la frecuencia de las palabras:
word_counts = Counter(words)

# Obtener las palabras mas frecuentes:
top_words = word_counts.most_common(50)

# Crear un diccionario con las palabras y su frecuencia:
word_dict = {word: count for word, count in top_words}

# Crear la nube de palabras:
wordcloud = WordCloud(width=800, height=400,
background color="white').generate from frequencies(word dict)

# Guardar la nube de palabras en un archivo de imagen:
wordcloud.to file('wordcloud.png')

# Abrir el archivo de imagen para visualizarlo:
img = plt.imread('wordcloud.png')
plt.imshow(img, interpolation='bilinear')
plt.axis('off")

plt.show()
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ANEXO III

#CLASIFICACION BINARIA:
#Importar las bibliotecas necesarias:

import numpy as np

from sklearn.feature_extraction.text import CountVectorizer
from sklearn.svm import SVC

from sklearn.metrics import confusion_matrix

from sklearn.model selection import GridSearchCV

from tabulate import tabulate

from sklearn.metrics import classification_report

import matplotlib.pyplot as plt

from sklearn.metrics import roc_curve, auc

# Definir las etiquetas (1 para peliculas romanticas, @ para el
resto):

labels = [1 if 'romantic' in text.lower() or 'love' in text.lower() or
'affection' in text.lower() or 'amorous' in text.lower() or
'passionate’ in text.lower() or 'tender' in text.lower() or
"heartfelt' in text.lower() or 'sensual' in text.lower() else @ for
text in processed corpus[:1000]]

# Convertir el corpus procesado en una matriz de caracteristicas:

vectorizer = CountVectorizer()
X = vectorizer.fit transform(processed corpus[:1000]).toarray()

# Dividir el conjunto de datos en entrenamiento y prueba:

X_train, X test
y_train, y test

X[:500], X[500:]
labels[:500], labels[500:]

# Definir los parametros a probar en la busqueda de hiperparametros:

param_grid = {
'kernel': ['linear', 'poly', 'rbf', 'sigmoid'],
'c': [0.1, 1, 10],
'gamma': [0.1, 1, 10]

}

# Realizar la busqueda de hiperparametros con validacidén cruzada:
svm = SVC()

grid search = GridSearchCV(svm, param_grid, cv=5)

grid search.fit(X_train, y train)

# Obtener el mejor modelo y los mejores pardmetros:

best model = grid search.best _estimator_

best params = grid search.best params_
print("Mejores parametros:", best params)
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# Realizar la prediccidn en el conjunto de prueba usando el mejor
modelo:

y_pred = best model.predict(X_test)

# Obtener el informe de clasificacidn
classification report = classification_report(y_test, y pred)

# Imprimir el informe de clasificacidn
print(classification_report)

# Obtener las probabilidades de la clase positiva del modelo
probas = best model.decision_ function(X_ test)

# Crear las etiquetas binarias para la curva ROC
y _bin = np.where(np.array(y_test) == 1, 1, 0)

# Calcular la tasa de falsos positivos, la tasa de verdaderos
positivos y los umbrales
fpr, tpr, thresholds = roc_curve(y_bin, probas)

# Calcular el area bajo la curva ROC
roc_auc = auc(fpr, tpr)

# Graficar la curva ROC

plt.figure()

plt.plot(fpr, tpr, label='Curva ROC (AUC = %0.2f)"' % roc_auc)
plt.plot([@, 1], [0, 1], 'k--") # Linea diagonal (clasificacidn
aleatoria)

plt.xlim([@.0, 1.0])

plt.ylim([@.0, 1.05])

plt.xlabel('Tasa de Falsos Positivos')

plt.ylabel('Tasa de Verdaderos Positivos')

plt.title('Curva ROC")

plt.legend(loc="1ower right")

plt.show()

optimal_ threshold = thresholds[np.argmax(tpr - fpr)]
print("Umbral éptimo:", optimal threshold)
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ANEXO 1V

#ASIGNACION AUTOMATICA DE POLARIDAD:
#Importar las bibliotecas necesarias:

from nltk.sentiment import SentimentIntensityAnalyzer
import pandas as pd

#Descargar los paquetes necesarios:
nltk.download('vader_lexicon')
#Crear las etiquetas:

sid = SentimentIntensityAnalyzer()
labels = []

for text in processed corpus:
sentiment scores = sid.polarity scores(text)
if sentiment_scores['compound’'] >= 0.05:
labels.append(1) # Emociones positivas (alegria, amor, etc.)
elif sentiment_scores['compound'] <= -0.05:
labels.append(-1) # Emociones negativas (ira, tristeza, etc.)
else:
labels.append(@) # Etiqueta neutra

#Contar las etiquetas:
positive count = labels.count(1)

negative count = labels.count(-1)
neutral count = labels.count(0)

data = {
"Etiqueta’: ['Positivo', 'Negativo', 'Neutro'],
"Cantidad': [positive count, negative count, neutral count]

¥
df = pd.DataFrame(data)

print(df)
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ANEXO V

#ANALISIS DE SENTIMIENTOS CON POLARIDADES CONOCIDAS.
#Cargamos los documentos con la polaridad asignada.
processed corpus_with polarity = []

neg folder path = os.path.join(base path, 'neg')
neg files = [file for file in os.listdir(neg_folder path) if
file.endswith('.txt')][:500]

for neg file in neg files:
neg file path = os.path.join(neg folder_path, neg file)
with open(neg file path, 'r', encoding='latinl') as file:
neg text = file.read()
processed text = preprocess text(neg text)
processed_corpus_with polarity.append((processed text,
"negativa'))
negative count += 1

pos_folder path = os.path.join(base path, 'pos')
pos files = [file for file in os.listdir(pos_folder path) if
file.endswith('.txt')][:500]

for pos file in pos_files:
pos file path = os.path.join(pos_folder_path, pos file)
with open(pos_file path, 'r', encoding='latinl') as file:
pos_text = file.read()
processed text = preprocess text(pos_text)
processed _corpus_with polarity.append((processed text,
"positiva'))
positive count += 1

0
0

positive count
negative count

#Recorrer el corpus y contar las etiquetas
for , label in processed corpus with_polarity:

if label == 'positiva':
positive count += 1
elif label == 'negativa’:

negative count += 1
#Presentar los resultados en forma de tabla
data = {'Polaridad': ['Positiva', 'Negativa'],
"Cantidad': [positive count, negative count]}
df = pd.DataFrame(data)

print(df)
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#Comprobar que el texto esta preprocesado y asignado a una polaridad

for i in range(1):
print(f"Documento {i+1}: {processed_corpus with polarity[i]}")

from sklearn.neural network import MLPClassifier

from sklearn.metrics import confusion_matrix, precision_score,
accuracy_score

from sklearn.feature_extraction.text import CountVectorizer
from sklearn.model selection import train_test split

from sklearn.linear_model import Perceptron

from sklearn.metrics import classification_report

from sklearn.model selection import train_test split

import random

import seaborn as sns

#Dividir el corpus en caracteristicas (X) y etiquetas (y):

X
y

[document[@] for document in processed_corpus with polarity]
[document[1] for document in processed_corpus with polarity]

#Dividir los datos en conjuntos de entrenamiento y prueba, asignando
600 documentos al conjunto de prueba.

X_train, X test, y train, y test = train_test split(X, vy,
test _size=600, random state=42)

#Crear una instancia del vectorizador de conteo y ajustarlo a los
datos de entrenamiento.

vectorizer = CountVectorizer()
X _train_vectorized = vectorizer.fit transform(X_train)

#Crear una instancia del modelo de perceptrdn y entrenarlo con los
datos de entrenamiento vectorizados.

perceptron = Perceptron()
perceptron.fit(X train_vectorized, y train)

#Transformar los datos de prueba utilizando el vectorizador ajustado.
X _test vectorized = vectorizer.transform(X test)

#Realizar predicciones en los datos de prueba.
predictions_sentiment = perceptron.predict(X_test vectorized)
#Calcular la precision y mostrar el informe de clasificacidn.
report_sentiment = classification_report(y_test,
predictions_sentiment)

print(report_sentiment)

# Calcular la matriz de confusidn
confusion = confusion _matrix(y test, predictions)
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# Crear un DataFrame con la matriz de confusiodn
confusion df = pd.DataFrame(confusion, index=['Negativa', 'Positiva'],
columns=[ 'Negativa', 'Positiva'])

# Dar formato a los ejes de la matriz de confusidn
sns.set(font _scale=1.2)

sns.heatmap(confusion_df, annot=True, fmt='d', cmap='Blues’,
cbar=False)

# Anadir etiquetas a los ejes
plt.xlabel('Prediccién')
plt.ylabel('Etiqueta verdadera')

# Mostrar la matriz de confusidn
plt.show()
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